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摘要

针对传统命名实体识别方法中词嵌入无法表征一词多义及字词融合的模型存在特征提
取不够准确的问题，本文提出了一种基于FLAT的交互式特征融合模型，该模型首先通
过外部词典匹配获得字、词向量，经过BERT预训练后，通过设计的交互式特征融合
模块充分挖掘字词间的依赖关系。另外，引入对抗训练提升模型的鲁棒性。其次，采
用了特殊的相对位置编码将数据输入到自注意力机制，最后通过CRF得到全局最优序
列。本文模型在农业病虫害数据集上识别的准确率、召回率、F1值分别达到了93.76%、
92.14%和92.94%。

关键词： 命名实体识别 ； 农业病虫害 ； 对抗训练 ； 特征融合 ； 自注意力机制
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Abstract

Aiming at the problem that feature extraction is not accurate enough in the traditional
named entity recognition method in which word embedding cannot represent the pol-
ysemy of a word and word fusion model, this paper proposes an interactive feature
fusion model based on FLAT. The model first obtains word and word vector through
external dictionary matching. After BERT pre-training, The interactive feature fusion
module is designed to fully explore the dependency relationship between words. In
addition, adversarial training is introduced to improve the robustness of the model.
Secondly, a special relative position encoding is used to input the data into the self-
attention mechanism, and finally the globally optimal sequence is obtained by CRF.
The identification accuracy, recall rate and F1 value of the model in the agricultural
pest and disease data set reached 93.76%, 92.14% and 92.94%, respectively.

Keywords: Named entity recognition , Agricultural pests and diseases ,
Adversarial training , Feature fusion , Self-attention mechanisms

1 引引引言言言

*通讯作者
国家自然科学基金（62073227）；辽宁省教育厅基金（LJKZ0581，LJKZ0584）

CC
L 
20
23

第二十二届中国计算语言学大会论文集，第410页-第419页，哈尔滨，中国，2023年8月3日至5日。
(c) 2023 中国中文信息学会计算语言学专业委员会

410



计算语言学

目前我国农业的发展受到多种因素制约，除了水涝干旱等自然灾害外，农业病虫害是农业
生产最为常见的问题之一。面对海量的非结构化的农业病虫害相关文本数据，人们无法快速准
确获取到农业病虫害的防治信息。为了更好地解决我国农业生产实践中遇到的病虫害问题，信
息化防治农业病虫害成为提高农业生产效率、增加农业产量的重要手段。农业病虫害命名实体
识别任务能够帮助准确识别和分类出相关命名实体。

命名实体识别(王颖洁 et al., 2023)又称实体抽取，主要分为基于规则、机器学习和深度
学习的方法。基于规则的方法需要大量领域专家来构建规则，人工及时间成本太高，可迁移
性差(Xu K et al., 2019)。基于机器学习的方法主要包括隐马尔科夫模型(Morwal S, 2012)、
支持向量机(Isozaki H and Kazawa H, 2002)、最大熵模型(Saha S K et al., 2009)和条件随
机场(Lafferty J et al., 2001)。但是，基于机器学习的方法依赖人工制定的特征模板，不具备
领域通用性。近年来，随着深度学习的发展，基于深度学习的命名实体识别方法，因其具有
能够从数据中自主学习特征而无需人为设定，逐步成为中文命名实体识别的主流模型。刘新
亮(2021)等提出一种基于BERT-CRF模型的命名实体识别方法，完成对生鲜蛋供应链领域的命
名实体识别。郭知鑫(2021)等提出基于BERT-BiLSTM-CRF的实体识别模型，对法律文本中的
案件实体进行智能识别。郭军成(2021)等基于BiLSTM-CRF模型融入BERT层，实现中文简历
命名实体识别。由于上述方法未考虑到词向量特征对实体识别效果的影响，Y.Zhang(2018)首
次提出了Lattice-LSTM模型，该模型利用字向量和词向量信息，在公开数据集上取得了较好
的结果。基于Lattice的模型难以充分利用GPU的并行计算，推理速度通常较慢，X.Li(2020)提
出FLAT模型，它将Lattice结构转换为平面结构，在保留Lattice原有信息的基础上提高了并行
计算的能力。在以往的研究中，字词融合大多采用不同特征表示向量（如字符向量、词向量）
的拼接或累加的方式提取信息，这就造成了不同特征表示之间的相互依赖关系被忽略。

近年来，基于通用领域的命名实体识别已经相对成熟，由于缺少公开标注的数据集，针对
农业病虫害领域的命名实体识别研究仍处于探索阶段，现阶段国内外只有少数学者针对农业领
域开展了一定研究。李想(2017)等、张剑(2018)等提出基于条件随机场的方法，对农作物、病虫
害、农药进行实体识别。郑泳智(2021)等将BERT模型和BiLSTM-CRF模型相结合，实现对农业
病虫害领域的命名实体识别。目前，极少数的研究将字词融合运用到农业病虫害领域的命名实
体识别中。基于上述问题，本文提出了一种基于FLAT的交互式特征融合模型，对字级嵌入和词
级嵌入特征向量进行交互学习，并加入对抗训练以提升模型的鲁棒性。

2 数数数据据据处处处理理理与与与标标标注注注

2.1 数数数据据据获获获取取取

本文通过数据获取、数据标注两个步骤，建立农业病虫害领域的数据集。农业病虫害领域
命名实体识别目前还没有公开可使用的数据集，本文节选了百度百科有关农业病虫害的信息作
为文本语料初始数据。通过数据清洗、去噪、去冗等预处理，保证数据的可靠性。接下来就是标
注标签工作，由于是自己定义的标签类别，所以需要人工手动标注，而实体的标注需要大量特
定领域的知识，从而又增加了标注的难度。另外，本研究通过查阅资料和咨询专家的方法，基
于现有研究本文进一步将疾病类别划分为更细粒度的实体，分别为“病害”和“虫害”。此外，
与农作物相关的实体，如防治药剂和为害症状等也被考虑在内。经过数据清洗后的文字约6万
字，包含1476个句子，其中有1968个农业病虫害实体。

2.2 数数数据据据标标标注注注

本文预先定义好的命名实体类别包括病害、虫害、防治药剂、防治方法、为害症状、为害
地区、作物，实体定义和样例如表1。通过使用Brat标注工具(Mahanazuddin S et al., 2021)，对
获取的语料进行人工标注。本文采用BIO规则对语言序列进行标注，其中B（Begin）描述句子
中每个命名实体的开始位置；I（Internal）描述命名实体除起始位置外的其他部分，O（Other）
用来描述句子中其他非预先定义好的实体。标注中为了更好地识别命名实体的类别信息，本文
将类别信息与BIO规则进行融合，类别信息如病害实体用（-Disease）表示、为害地区实体用
（-Area）表示等。以句子“水稻云形病主要发生在长江流域”为例，其序列标注如图1所示。
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实体 定义 样例

病害 农业病害名称 水稻纹枯病、赤霉病
虫害 农业虫害名称 褐飞虱、白粉虱

防治药剂 防治农业病虫害的药剂学名、俗名、生物防治药剂名 井冈霉素、多菌灵
防治方法 防治农业病虫害的农业防治方法、生物防治方法等 加强肥水管理、检疫、水旱轮作
为害症状 农业病虫害危害作物的特征 失水青枯、枯萎霉烂
为害地区 发生农业病虫害的地区 长江流域、江苏、海南
作物 农作物名称及品种 水稻、小麦、临稻6号、辽粳326

表 1: 实体定义和样例

图 1: 语料序列标注示例

3 本本本文文文模模模型型型

本文提出了一种基于交互式特征融合与对抗训练的农业病虫害命名实体识别模型。对
于输入序列X = {x1, x2, x3, ..., xn},将xi与外部词典匹配得到句子中的潜在词汇向量di，xi通
过BERT-WWM层生成具有丰富信息的字向量ci，ci与词典特征di拼接得到向量wi，wi = ci⊕di。
随后，wi与di进行交互式特征融合，接着对融合之后的向量进行对抗训练。使用相对位置编码
将信息输入到自注意力机制，为了提升模型的性能，引入残差连接、归一化和前馈神经网络，
最后通过线性层和条件随机场得到全局最优的标注结果。整体模型架构如图2所示。

图 2: 总体模型架构
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3.1 交交交互互互式式式特特特征征征融融融合合合

为了解决特征融合时不同特征之间的相互依赖关系被忽略的问题，而传统的字词融合只是
通过向量的简单累加来达到融合的目的，本文提出一种交互式特征融合机制，如图3所示。

图 3: 交互式特征融合结构图

该机制通过一种交互的方式将不同特征进行充分融合。上述提及的di和wi先经过简单融合，
经过softmax函数筛选特征，之后再与wi按元素相乘，这样通过以wi特征向量为主体融合字词特
征向量的部分重要特征得到embedx，同理可得embedy，其数学原理可以概括为下式(1)-(2)。

embedx = wi ⊙ softmax(wi + di) (1)

embedy = di ⊙ softmax(wi + di) (2)

本文引入softmax激活函数更新不同特征向量的权重，从而提高有用信息的比重，丰富输入信息
的特征表示。式中，⊙表示哈达玛积。
将特征交互得到的embedx和embedy分别经过BiGRU(Bidirectional Gated Recurrent

Units)训练后进行融合，进一步丰富输入序列的语义表示，最终实现了整个交互式特征融合，
其过程可概括为式(3)。

output = BiGRU(embedx) + BiGRU(embedy) (3)

通过BiGRU层特征提取后，可以更加充分捕获上下文之间的关系。GRU工作原理的详细计算公
式如式(4)-(7)所示。

rt = σ(Wirxt + bir + Whrh(t−1)) + bhr) (4)

zt = σ(Wizxt + biz + Whzh(t−1)) + bhz) (5)

nt = tanh(Winxt + bin + rt ⊙ (Whnh(t−1) + bhn) (6)

ht = (1 − zt) ∗ nt + zt ⊙ h(t−1) (7)

式中，xt表示t时刻的输入信息，h(t−1)表示t − 1时刻的隐藏状态，ht表示t时刻的隐藏状态，
W与b分别为权重矩阵与偏置项，σ为sigmoid非线性变换函数，tanh为激活函数，⊙为哈达玛
积，rt为重置门，zt为更新门，nt为候选隐藏状态。更新门与重置门通过sigmoid函数将值压缩
在0到1之间。重置门用于决定前一时刻的状态是否需要保留，更新门则显示了保留前一时刻状
态的程度。候选隐藏状态包含了t时刻的输入xt的信息和对t − 1时刻的隐藏状态h(t−1)选择性的
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保留了信息。

简单的GRU不能充分利用文本的上下文信息，本文设计使用BiGRU网络模型来提取序列信
息的关键特征。BiGRU由两层GRU组成，分别是前向GRU与后向GRU，将他们各自得到的隐
藏层状态拼接得到最终的隐藏层状态，详情见如下公式(8)-(10)。

→
ht =

→
GRU(xt) (8)

←
ht =

←
GRU(xt) (9)

ht = (
→
ht,
←
ht) (10)

式中，
→
ht、

←
ht分别为前、 后向GRU的隐藏层状态，

→
GRU(xt)为前向GRU的计算过程，

←
GRU(xt)为后向GRU的计算过程，隐藏状态ht为序列信息的特征表示。

3.2 对对对抗抗抗训训训练练练

对抗训练最早应用于计算机视觉领域，指在训练样本中添加一些可能导致误分类的微小扰
动，并使神经网络适应这种改变，现已逐渐引入到自然语言处理领域中。本文利用对抗训练在
保留原始数据的基础上加入对抗样本来发挥部分数据增强的作用，提高模型识别边界模糊实体
的能力，进而提升模型在农业病虫害命名实体识别时的性能及鲁棒性。

对抗训练的数学原理可以概括为式(11)。

min
θ

E(x,y)∼D

[
max
radv∈Ω

L (θ, x + radv, y)

]
(11)

它可以看成由2部分组成，分别是内部扰动最大化和外部误差损失最小化。其中，radv表示
在输入样本中添加的扰动，Ω表示扰动的空间范围， L表示损失函数，θ表示模型参数，x表示输
入样本，y表示样本的标签，D表示输入样本的空间分布。

常用的对抗训练算法有FGM(Fast Gradient Method)、 PGD(Projected Gradient De-
scent)和FreeLB(Free Large-Batch)，由于本文模型的计算量较大，本文选用训练速度较快
的FGM对抗训练算法，其扰动radv的计算方法如式(12)-(13)所示。

radv = ϵ · (
g

∥g∥2
) (12)

g = ▽x(L(x, y, θ)) (13)

式中， ϵ为超参数的小有界范数，∥g∥2表示梯度的L2范数，g为损失函数关于x的梯度。得
到对抗样本Xadv如式(14)。

Xadv = x + radv (14)

对抗样本会模仿标签中数据集的自然误差，使模型更能容忍模型参数波动带来的变化，从
而提高模型的鲁棒性。在生成对抗样本之后，将交互式特征融合之后的向量与对抗样本一起送
入自注意力机制训练。

3.3 相相相对对对位位位置置置编编编码码码

H.Yan(2019)指出，位置和方向信息在命名实体识别任务中非常重要。对于lattice中的两
个span如xi和xj，本文使用4种相对距离来表示xi和xj之间的关系，其计算公式如式(15)-(18)所
示。

d
(hh)
ij = head[i] − head[j] (15)

d
(ht)
ij = head[i] − tail[j] (16)

d
(th)
ij = tail[i] − head[j] (17)
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d
(tt)
ij = tail[i] − tail[j] (18)

式中， d
(hh)
ij 表示xi的head与xj的head之间的距离， d

(ht)
ij 表示xi的head与xj的tail之间的距

离，d
(th)
ij 表示xi的tail与xj的head之间的距离，d

(tt)
ij 表示xi的tail与xj的tail之间的距离。举例来

说，如图2，假设“越冬”与“褐飞虱”分别为xi与xj，则d
(ht)
ij = head[i]− tail[j] = head[′越

′
]−

tail[′虱
′
] = 6，同理可得d

(hh)
ij =8，d

(th)
ij = 9，d

(tt)
ij = 7。

最终的相对位置编码通过这4种相对距离经过简单的非线性变换得到，具体计算公式如
式(19)。

Rij = ReLU(Wr(pd(hh)ij

⊕ p
d
(th)
ij

⊕ p
d
(ht)
ij

⊕ p
d
(tt)
ij

)) (19)

式中，Wr为可学习参数，⊕表示拼接运算，pd的计算与原始的Transformer相同，计算公式
如下。

p
(2k)
d = sin(

d

100002k/dmodel
) (20)

p
(2k+1)
d = cos(

d

100002k/dmodel
) (21)

式中，d表示d
(hh)
ij 、d

(ht)
ij 、d

(th)
ij 、d

(tt)
ij ， k表示位置编码的维度索引。

本文使用改进后的自注意力机制，用新的注意力打分函数代替原本的缩放点积模型，公式
如下。

Attention(A, V ) = softmax(A)V (22)

Aij = W T
q ET

xi
ExjWk,E + W T

q ET
xi
RijWk,R + uTExjWk,E + vTRijWk,R (23)

[Q,K, V ] = Ex[Wq,Wk,Wv] (24)

式中， Q表示查询， K表示键， V表示值， dhead是多头注意力机制中每个头的维度，
E是Embedding层，W、u、v为可学习参数，Rij表示相对位置编码。

4 实实实验验验结结结果果果与与与分分分析析析

为验证本文模型的有效性，对自建的数据集按照训练集、测试集、验证集为6:2:2比例进行
划分，验证集用于模型训练及优化，三个数据集无重叠交叉，因此测试集的训练结果可以作为
模型性能的评价指标。

4.1 实实实验验验设设设置置置

实验采用Ubuntu操作系统，运行环境为RTX3080 GPU，内存为10G。模型所用的优化算法
为SGD(Tian Yingjie et al., 2023)，为了缓解过拟合的问题，引入Dropout机制，模型参数设置
如表2所示。

超参数设置 数值

隐藏单元数 8
多头注意力机制head个数 8

输入维度 160
学习率 6e-4
epoch 20

batch size 2
Dropout 0.5

表 2: 实验参数设置
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4.2 评评评价价价指指指标标标

本文采用准确率（Precision，P）、召回率（Recall，R）以及准确率和召回率的调和平均
数F1值（F1-score，F1）作为评价指标，其数值越高代表模型效果越好，各评价指标的计算公
式如式(25)-(27)所示。

P =
TP

TP + FP
× 100% (25)

R =
TP

TP + FN
× 100% (26)

F1 =
2PR

P + R
× 100% (27)

式中，TP表示准确识别出的实体个数，FP表示错误识别出的实体个数，FN表示数据集中
存在但未被识别出的实体个数。

4.3 对对对比比比实实实验验验

本文采用的主要对比模型如下：

BERT-BiLSTM-CRF：该模型是各领域命名实体识别基于字符的主流模型，主要由BERT-
base-chinese预训练模型获取字向量，后输入到 BiLSTM 中对句子上下文进行建模，然后使
用CRF进行解码。

BERT-IDCNN-CRF：与上述模型类似，其中IDCNN相比BiLSTM能够实现并行运算。

BERT-ADV-BiLSTM-CRF：在BERT-BiLSTM-CRF模型的基础上引入对抗训练，增强模
型的泛化性。

BERT-FLAT：基于Transformer设计了一种巧妙位置编码来融合Lattice结构，可以无损引
入词汇信息。

LatticeLSTM：加入了字词融合，避免因分词错误导致实体识别错误，是基于词汇增强的
中文实体识别方法。

Radical-BiLSTM-CRF：采用BiLSTM-CRF神经网络，该网络同时利用字符级和部首
级radical-level表示。

CNN-BiRNN-CRF：采用五笔画输入法获得笔画级表示，并将其与预训练的字符嵌入相连
接，以探索字符的形态和语义信息，CNN用于提取N-gram特征。

LRCNN：改进LatticeLSTM，用CNN代替LSTM以提升性能，使用rethinking机制，通过
高层特征的语义来优化词向量权重。

NFLAT：NFLAT对FLAT进行了解耦，第一阶段使用InterFormer融合词的边界和语义信
息，第二阶段使用Transformer对上下文进行词汇信息编码，最后使用条件随机场作为解码器来
预测序列标签，达到了SOTA。

本文在自建的农业病虫害数据集上设置五组模型分别进行实验，对比实验结果如表3所示。
在模型训练中，本文的模型具有更加优异的表现。

模型 准确率/% 召回率/% F1值/%

BERT-BiLSTM-CRF 83.95 71.53 77.24
BERT-IDCNN-CRF 80.47 72.24 76.13

BERT-ADV-BiLSTM-CRF 81.82 77.58 79.64
BERT-FLAT 88.65 91.09 89.85
本文模型 93.76 92.14 92.94

表 3: 对比实验结果

由表3可知， 基于BERT-BiLSTM-CRF的识别效果优于BERT-IDCNN-CRF， 这是因
为IDCNN只能获取局部特征， 而BiLSTM能够获取上下文全局特征。 基于BERT-ADV-
BiLSTM-CRF的识别效果较BERT-BiLSTM-CRF又有了较大的提升，表明了对抗训练的引入
可以提高模型对实体边界的识别能力，可以证明对抗训练在命名实体识别任务中的有效性。

CC
L 
20
23

第二十二届中国计算语言学大会论文集，第410页-第419页，哈尔滨，中国，2023年8月3日至5日。
(c) 2023 中国中文信息学会计算语言学专业委员会

416



计算语言学

实验表明BERT-FLAT模型对于农业病虫害的识别效果相较其它模型有质的进步，所以本文
在BERT-FLAT模型的基础上进行改进，本文模型的准确率、召回率、F1值分别提升了5.11%、
1.05%和3.09%。

为了避免本文模型在自建的农业病虫害数据集上的实体识别结果具有偶然性以及证明模型
在通用领域仍具有较好的表现，因此，在SIGHAN Bakeoff 2006的MSRA数据集上也进行了实
验，MSRA数据集是微软亚洲研究院提供的较为权威的命名实体识别数据集，其规模如表4所
示。

种类 训练集（K） 测试集（K）

句子 46.4 4.4
字符 2169.9 172.6
实体 74.8 6.2

表 4: MSRA数据集介绍

MSRA数据集包含三种实体，分别是人名、机构名、地名。MSRA数据集命名实体识别
的实验结果如表5所列。Radical-BiLSTM-CRF模型同时利用字符级和部首级表示来提取特征，
F1值为90.95%；CNN-BiRNN-CRF模型融入笔画特征以探索字符的形态和语义信息，F1值
为91.67%；Lattice-LSTM在字向量的基础上引入词向量信息，且不会受到分词错误的影响，
F1值为93.18%；LR-CNN在Lattice-LSTM的基础上使用rethinking机制来优化词向量权重同时
提高了运行效率，F1值为93.71%；NFLAT去除self-attention的冗余计算，提高模型的性能和效
率，F1值达到了94.55%。实验结果表示，本文模型在MSRA数据集上的表现更好，将F1值提升
了0.97%。

模型 准确率/% 召回率/% F1值/%

Radical-BiLSTM-CRF(Dong C et al., 2016) 91.28 90.62 90.95
CNN-BiRNN-CRF(Yang F et al., 2018) 92.04 91.31 91.67

Lattice-LSTM 93.57 92.79 93.18
LR-CNN(Tao Gui et al., 2019) 94.50 92.93 93.71

NFLAT(Wu S et al., 2022) 94.92 94.19 94.55
本文模型 95.39 95.65 95.52

表 5: MSRA数据集命名实体识别实验结果

4.4 消消消融融融实实实验验验

为了证明本文提出的模型中交互式特征融合与对抗训练这两部分的有效性，表6列出了模型
在去除这两部分之后在自建农业病虫害数据集的性能。

模型 准确率/% 召回率/% F1值/%

本文模型 93.76 92.14 92.94
BERT-FLAT-交互式特征融合 92.95 92.40 92.67

BERT-FLAT 88.65 91.09 89.85

表 6: 消融实验结果

由表6可知，在去除对抗训练和交互式特征融合后，模型的性能均有所下降：

（1）在去除对抗训练后，综合指标F1值下降了0.27%，这是由模型识别边界模糊实体的能
力变弱、泛化性变差引起的。

（2）在（1）的基础上再去除交互式特征融合后，综合指标F1值下降了2.82%，这是因为特
征融合变成了不同特征的简单累加，完全忽略了它们之间的相互依赖关系，语义特征无法得到
充分表示。基于（1）、（2）所述，可以证明本文模型中交互式特征融合与对抗训练的有效性。
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5 结结结语语语

由于农业领域缺乏公开的语料库，本文首先构建了农业病虫害命名实体识别的数据集。
对于农业领域中文命名实体识别任务，考虑到用字词融合的方法来获取丰富的语义表示，
在FLAT的基础上加入交互式特征融合模块以充分提取字词间的依赖关系，此外加入对抗训练
来提升模型的鲁棒性和泛化性。下一步研究重点将集中在以下两方面：一是将自建的农业数据
集进一步扩充以及修正或增强存在的噪音误差，以提升模型的识别效果。二是在扩充规模的数
据集进行显著性验证。三是继续研究特征融合模块，引入更加丰富的特征信息。
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