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RÉSUMÉ
Dans cet article, nous proposons des approches pour améliorer les architectures basées sur des
transformeurs pour la classification de documents multi-labels. Les dépendances entre les labels sont
cruciales dans ce contexte. Notre méthode, appelée DepReg, ajoute un terme de régularisation à la
fonction de perte pour encourager le modèle à prédire des labels susceptibles de coexister. Nous
introduisons également un nouveau jeu de données nommé "arXiv-ACM", composé de résumés
scientifiques de la bibliothèque numérique arXiv, étiquetés avec les mots-clés ACM correspondants.

ABSTRACT
Exploiting Label Dependencies for Multi-Label Document Classification Using Transformers.

In this paper, we propose approaches to improve transformer-based architectures for multi-label
document classification. Dependencies between labels are crucial in this context. Our method, called
DepReg, adds a regularization term to the loss function to encourage the model to predict labels that
may coexist. We also introduce a new dataset named "arXiv-ACM", consisting of scientific abstracts
from the arXiv digital library, labeled with the corresponding ACM keywords.

MOTS-CLÉS : Classification multi-labels, Transformeurs, Dépendances entre labels.
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1 Introduction

La classification multi-labels peut être considérée comme une généralisation de la classification
binaire ou multi-classes traditionnelle. Le but est d’associer un ou plusieurs labels au texte d’entrée.
C’est une tâche importante pour de nombreuses applications telles que la classification d’articles de
recherche (Mustafa et al., 2021; Sajid et al., 2011) ou la réponse aux questions (Sahu et al., 2019; Wu
et al., 2019).

Plusieurs méthodes ont été proposées pour résoudre la classification multi-labels. Elles peuvent être
divisées en trois familles : transformation de problème (Luaces et al., 2012; Tsoumakas et al., 2010),
adaptation de problème et méthodes d’ensemble (Saini & Ghosh, 2017; Tsoumakas & Vlahavas, 2007).
Dans la configuration multi-labels, il est nécessaire de trouver des caractéristiques discriminantes
pour identifier chacun d’entre eux dans le texte donné, mais dans de nombreuses applications, des
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dépendances peuvent exister entre les labels cibles.

Nous proposons dans cet article une approche d’adaptation de problème qui consiste dans l’exploi-
tation de la corrélation des labels pour la classification de documents multi-labels qui tire parti de
leurs cooccurrences de manière simple mais efficace. Pour cette approche, nous proposons un terme
de régularisation qui est ajouté à la fonction de perte de la tâche de classification, basé sur les labels
prédits et la matrice de similarité de labels. Une matrice calculée en utilisant la similarité cosinus
entre les coocurrences de chaque label par rapport aux autres.

Nous proposons un nouveau jeu de données multi-labels arXiv-ACM, qui diffère de ceux présents
dans la littérature de part sa grande cardinalité ainsi qu’une meilleure distribution des échantillons
par nombre de labels. Il est construit à partir de résumés d’articles scientifiques de la bibliothèque
numérique arXiv et appariés avec les mots-clés ACM de niveau 2 fournis par les auteurs.

2 Travaux connexes

Diverses méthodes ont été proposées pour modéliser la dépendance entre les labels en utilisant des
structures hiérarchiques (Alaydie et al., 2012; Yang et al., 2016), des graphes et réseaux conditionnels
(Guo & Gu, 2011; Zhang & Zhang, 2010), des cooccurrences de labels, ou encore une combinaison de
ces approches (Wu et al., 2018). Toutefois, ces méthodes tendent à privilégier les relations verticales
entre les labels plutôt que les dépendances latérales.

MAGNET (Pal et al., 2020), un réseau de neurones en graphes qui utilise les plongements de mots de
BERT, met en œuvre le mécanisme d’attention pour capturer la structure de dépendance entre les
labels. LW-PT (Liu et al., 2020) introduit une nouvelle tâche de pré-entraînement de classification
de documents par labels et entraîne des encodeurs de documents par labels. Ces deux méthodes
parviennent à avoir de bonnes performances en score F1 pour les ensembles de données AAPD et
Reuters (cf. section 4) tout en utilisant des LSTMs pour l’extraction des caractéristiques textuelles.

Dans le domaine de la vision par ordinateur, et plus précisément dans la détection d’objets qui
est essentiellement une tâche de classification multi-labels, (Cheng et al., 2021) utilise un modèle
transformeur et une attention au niveau des pixels pour capturer les dépendances spatiales dans une
image, ainsi qu’un jeton spécifique à l’objet qui est ajouté à une étape ultérieure dans le modèle. Ce
jeton est utilisé pour prédire le nombre de labels pour une instance donnée et peut aider le modèle à
établir une correspondance plus robuste entre les caractéristiques d’entrée et les labels à prédire.

Une approche alternative consiste dans l’utilisatiion des fonctions de perte d’équilibrage pour amé-
liorer la performance des labels sous-représentés (Huang et al., 2021). Cependant, cela peut réduire
l’information apportée par les cooccurrences de labels qui peuvent corriger les biais des modèles et
améliorer la performance de la classification pour les labels moins fréquentes.

Dans Liu et al. (2022) (CNLE), les labels sont encodés sous forme de plongements de mots et
alimentés avec la séquence de texte dans un réseau de co-attention (Seo et al., 2016). Les représen-
tations de texte en fonction des labels et les labels en fonction du texte sont ensuite utilisées pour
la classification multi-labels en la considérant comme un problème de génération de séquences. Le
mécanisme d’attention tient compte de la relation entre les labels, mais son efficacité est limitée dans
les cas où les labels ne sont pas des mots complets mais plutôt des abréviations ou des codes, comme
"cs.it" dans le jeu de données AAPD. Dans de tels cas, les labels sont initialisées avec une distribution
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de probabilité plutôt que des plongements pré-entraînés, ce qui ne fournit pas une représentation
optimale pour les labels. Dans la Section 4, nous montrons que notre approche ne dépend pas de
la nature des labels et contribue à une amélioration des performances pour tous les ensembles de
données étudiés.

3 Régularisation par Dépendance (DepReg)

Nous présentons ici notre méthode de Régularisation par Dépendance (DepReg), qui ajoute un terme
de régularisation à la fonction de coût du modèle transformeur pour incorporer les informations de
cooccurrence des labels.

Nous construisons une matrice de similarité S en utilisant la matrice de cooccurrence C.

S = CSθ(C,C) (1)

Le terme de régularisation LDepReg est calculé comme le produit scalaire entre le vecteur de dissimi-
larité Dsim et le vecteur de prédiction transposé Ŷ T .

Dsim = 1− CSθ(S, Ŷ ) = 1− S · Ŷ
|S| · |Ŷ |

(2)

LDepReg = Dsim · Ŷ T (3)

Le terme de régularisation est ajouté à la fonction de coût principale lors de l’apprentissage pour
encourager le modèle à faire des prédictions cohérentes avec les dépendances des labels présentes
dans le jeu de données :

Ltotal = LBCE + λreg.LDepReg (4)

où LBCE est la perte d’entropie croisée binaire (Binary Cross Entropy) et λreg est un hyperparamètre
contrôlant le poids du terme de régularisation dans la perte totale.

Le terme de régularisation par dépendance (DepReg) aide le modèle à éviter de faire des prédictions
qui vont à l’encontre des informations de cooccurrence tout en lui permettant de faire des prédictions
basées sur les motifs appris dans les données d’entraînement.

4 Expériences et Résultats

Pour l’évaluation des méthodes proposées, nous utilisons l’implémentation de HuggingFace du
modèle BERT (Devlin et al., 2019) en version uncased-base. Nous ajoutons un réseau de neurones
(FFNN) avec L = 2 couches et utilisons l’entropie croisée binaire (BCE) pour la version de base de
BERT et pour notre approche DepReg. AdamW est l’optimiseur utilisé avec un λreg de 0.2.

Jeux de données :
— AAPD (arXiv Academic Paper Dataset) est une collection de "résumés" d’articles scientifiques

de la bibliothèque numérique arXiv. Un article peut avoir une ou plusieurs classifications parmi
54 labels. Nous utilisons la même distribution d’entraînement (53840), de validation (1000)
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et de test (1000) que (Yang et al., 2018). Cet ensemble de données présente de nombreuses
limites. La plus contraignante est le nombre d’instances par labels. En général, les instances
avec un seul label sont beaucoup plus courantes que celles avec plusieurs.

— Pour remédier à ces limitations, nous introduisons dans cet article un nouveau jeu de données
multi-labels, que nous appelons "arXiv-ACM", avec une grande cardinalité, une taille raison-
nable et une meilleure distribution des échantillons selon le nombre de labels. ArXiv-ACM est
composé de résumés d’articles en informatique extraits via l’API arXiv 1, publiés entre 1998
et 2021. Ces résumés ont ensuite été associés aux mots-clés ACM 2 fournis par les auteurs
des articles lors de la soumission. Seuls les mots-clés de deuxième niveau ont été considérés,
car le premier niveau est trop large et les niveaux suivants sont trop spécifiques. Nous avons
ensuite filtré les labels qui ont moins de 20 instances pour obtenir 64 labels.

Baselines :
— MAGNET (Pal et al., 2020) : classification de texte multi-labels utilisant un réseau de

neurones en graphes avec mécanisme d’attention pour capturer les dépendances entre les
labels,

— CNLE (Liu et al., 2022) : un modèle de transformeur qui introduit les plongments des labels en
plus de ceux du texte, liés par une co-attention pour obtenir une représentation contextualisée
de la séquence d’entrée par les labels de classification,

Résultats : Comme le montre le tableau 1, l’utilisation des informations de dépendance contenues
dans la matrice de cooccurrence des labels entraîne une augmentation du score micro-F1 pour les
deux jeux de données avec notre approche.

SVM peut être considérée comme la meilleure approche non neuronale, mais elle est inférieure aux
autres méthodes testées. La précision plus élevée a un coût de rappel plus faible, réduisant ainsi le
score micro F1. La précision seule n’est pas un facteur fiable pour mesurer les performances dans les
tâches de classification.

AAPD - En raison de la nature du vocabulaire utilisé dans les résumés scientifiques, ce jeu de données
est complexe. Les scores de performance montrent que les modèles ont du mal à associer les sujets à
leurs résumés correspondants. L’apprentissage de la dépendance obtient cette fois-ci une augmentation
du rappel avec un score micro-F1 de 73,81.

arXiv-ACM - Ce jeu de données partage la nature scientifique des documents avec AAPD. Malgré
une distribution plus équilibrée du nombre de labels par instance, les scores sont les plus bas pour les
modèles testés. La méthode DepReg présente le gain le plus élevé en terme de précision avec un gain
de 1,76 par rapport à la version base de BERT. Cette augmentation notable, associée à un gain de
rappel, contribue au meilleur score micro-F1 pour cet ensemble de données (58,08), avec la plus forte
augmentation par rapport à la version de base de BERT.

L’augmentation des performances obtenue par l’approche d’apprentissage de dépendance que nous
proposons peut être expliquée par le fait que la prédiction d’un label est influencée par la prédiction
de tous les autres labels en utilisant les co-occurrences. Dans certains cas, ces informations aident à
prédire des labels qui n’auraient pas été prédites autrement (augmentation du rappel). D’autre part,
les dépendances entre les labels peuvent réduire le nombre de faux positifs en réduisant le biais que
le modèle peut avoir pour les labels fréquentes dans l’ensemble de données, contribuant ainsi à une
amélioration de la précision.

1. https ://arxiv.org/help/api/
2. https ://www.acm.org/publications/computing-classification-system/1998/ccs98
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Models arXiv-ACM AAPD
Pr. R F1 Pr. R F1

Baselines
GradientBoost 57,99 29,87 39,43 79,73 46,8 58,98
SVM 70,15 39,79 50,78 80,85 59,98 68,86
MAGNET 57,31 53,24 55,2 72,88 66,79 69,7
CNLE 56,85 52,37 54,52 74,71 69,11 71,80
BERT 60,04 55,58 57,72 74,49 72,03 73,24

Our Dependency Learning Approaches
BERT+ DepReg 61,80 56,09 58,08 75,53 72,16 73,81

TABLE 1 – Micro-précision (Pr.), micro-rappel (R) et scores micro-F1 (F1) pour les ensembles de
tests arXiv-ACM et AAPD. Les meilleurs sont en bleu gras.

Models arXiv-ACM AAPD
Head Med Tail 3+ subset Head Med Tail 3+ subset

BERT 58,95 52,11 41,55 54.32 73,97 69,29 64,82 66,47
BERT+DepReg 59.80 56.62 40.38 55,39 74,56 69,75 64,23 67,18

TABLE 2 – Scores Micro-F1 pour les labels de tête, de moyenne et de queue. Les meilleurs scores
sont en bleu gras.

Head, Med, Tail - Pour étudier l’influence du déséquilibre des données, nous suggérons d’analyser
les résultats d’inférence sur les labels tête (Head), moyenne (Med) et queue (Tail) selon la fréquence
des labels pour arXiv-ACM (head > 600 instances, Med entre 50-600, Tail ≤ 50) et AAPD (head
>3000 instances, Med entre 1000-3000, Tail ≤ 1000). Notre approche basée sur la cooccurrence de
labels réalise une augmentation notable des performances, mais seulement dans les sous-ensembles
tête et moyen, (cf. tableau 2).

3+ Subset - Pour une évaluation plus pratique des gains de performance en classification de documents,
nous analysons également le sous-ensemble de chaque jeu de données contenant au moins 3 labels.
Notre méthode de dépendance de labels obtient généralement les scores les plus élevés pour ces
sous-ensembles. Ce qui montre que notre méthode capture efficacement les dépendances entre labels
et conduit à une amélioration des performances.

5 Conclusion

La classification multi-label est une tâche pertinente, en particulier pour la gestion des bibliothèques
numériques et l’étiquetage automatique de documents. Dans cet article, nous avons proposé une
méthode simple mais efficace pour utiliser les informations de cooccurrence des labels pour permettre
aux modèles à base de transformeurs d’apprendre les dépendances entre les labels. La méthode
de régularisation de dépendance (DepReg) s’est avérée particulièrement efficace, améliorant les
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performances du modèle BERT de base. Cependant, cette approche pénalise les labels moins fréquents
en raison de leurs faibles probabilités de cooccurrence. Atténuer cet inconvénient peut conduire à
un gain de performance plus notable. Enfin, nous avons introduit dans cet article un nouveau jeu
de données multi-label, l’ensemble de données "arXiv-ACM", plus adapté pour tester les nouvelles
approches multi-label. Notre jeu de données et tout le code de mise en œuvre seront disponibles au
moment de la publication 3.
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