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RÉSUMÉ
Ces dernières années, les modèles de langue ont connu une évolution galopante grâce à l’augmentation
de la puissance de calcul qui a rendu possible l’utilisation des réseaux de neurones. Parallèlement,
l’intégration du raisonnement numérique dans les modèles de langue a suscité un intérêt grandissant.
Bien que l’entraînement des modèles de langue sur des données numériques soit devenu un paradigme
courant, les modèles actuels ne parviennent pas à effectuer des calculs de manière satisfaisante. Pour
y remédier, une solution est d’entraîner les modèles de langue à utiliser des outils externes tels qu’une
calculatrice ou un "runtime" de code python pour effectuer le raisonnement numérique. L’objectif de
ce papier est double, dans un premier temps, nous passons en revue les travaux de l’état de l’art sur le
raisonnement numérique dans les modèles de langue et dans un second temps nous discutons des
différentes perspectives de recherche pour augmenter les compétences numériques des modèles.

ABSTRACT
Integrating numerical reasoning into language models : State of the art.

In recent years, language models have undergone a rapid evolution thanks to the increase in computing
power that has made the use of neural networks possible. At the same time, the integration of numerical
reasoning in language models has attracted growing interest. Thus, training language models on
numerical data has become a common paradigm, although current models have not been able to
perform well in terms of calculations. To overcome this limitation, one solution is to train language
models to use external tools such as a calculator or a python code runtime to perform numerical
reasoning. This paper has two objectives, first we review state of the art work that has incorporated
numerical reasoning and second we discuss different research perspectives to increase the numerical
performance of language models.

MOTS-CLÉS : Modèles de langue, raisonnement numérique, question réponses.

KEYWORDS: Language models, numerical reasoning, question answering.

1 Introduction
Le traitement automatique du langage naturel (TAL) a été boulversé ces dernières années grâce aux
Transformers (Vaswani et al., 2017). Cette architecture permet d’encoder efficacement le sens des
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mots et des paragraphes avec leur contexte dans un espace vectoriel de grande dimension à travers un
mécanisme d’attention qui focalise le modèle sur certains groupes de mots. Ce mécanisme a démontré
des performances importantes dans de nombreuses tâches de TAL comme les tâches de séquence
à séquence (e.g., traduction automatique (Luong et al., 2015), résumé de documents (Rush et al.,
2015)) et les tâches de classification (e.g., l’analyse de sentiments (Basiri et al., 2021), l’étiquetage
des parties du discours ou la catégorisation thématique (Cheng et al., 2019)). Cette avancée a permis
aux modèles de langue pré-entraînes (Pre Trained Language Models, PTLM) de comprendre les
nuances et les subtilités du langage naturel devenant ainsi des outils universels (Howard & Ruder,
2018) utilisés dans de nombreux domaines (Araci, 2019; Steinberg et al., 2021; Chen et al., 2022;
Borsos et al., 2022). Un exemple marquant est le système conversationnel ChatGPT qui est conçu
pour répondre à des questions très diverses et résoudre toute une série de problèmes en communiquant
aux utilisateurs la réponse d’une manière semblable à celle d’un être humain (Jiao et al., 2023; Lund
& Wang, 2023). BLOOM, avec 176 milliards de paramètres, est capable de générer du texte dans 46
langues et 13 langages de programmation (Scao et al., 2022) tandis que LaMDA saisit des nuances
fines distinguant le dialogue des autres formes de langage (Thoppilan et al., 2022). Aujourd’hui,
grâce aux PTLM, souvent il suffit d’étiqueter une petite quantité de données et d’y ajuster un modèle
de langue pré-entraîné pour résoudre un problème (Houlsby et al., 2019), en effet, celui-ci ayant
déjà acquis une quantité importante des connaissances en TAL au préalable. Le succès des PTLM
est également lié à l’explosion des données textuelles disponibles sur internet, qui ont permis de
pré-entraîner ces modèles sur des corpus de plus en plus vastes et variés incluant l’intégralité de
Wikipédia, Reddit et de nombreuses sources d’informations. Par exemple, le corpus C4 (Raffel et al.,
2020) atteint aujourd’hui la taille record de 800 Go de textes et de méta données. Cependant, les
compétences de haut niveau, telles que la capacité à effectuer un raisonnement numérique sur du
texte, restent un verrou lorsque ces modèles sont appris seulement avec un objectif de masquage des
mots ou des générations de phrases contextuelles (Dua et al., 2019; Andor et al., 2019; Chen et al.,
2020).

Le raisonnement numérique est une tâche critique qui intervient dans divers scénarios allant du
shopping à la modélisation du climat (Lithner, 2000). Il s’agit de traiter des opérations numériques
telles que l’addition ou la multiplication et d’interpréter les tendances et les relations numériques
(Cobbe et al., 2021). En effet, des données numériques sont présentes dans la grande majorité des
documents (finance, santé, journalisme, etc) (Gelman & Butterworth, 2005), d’où le besoin d’avoir
des modèles de langue compétents en raisonnement numérique (Dua et al., 2019). Néanmoins, le
raisonnement numérique sur du texte est une tâche particulièrement difficile (Al-Negheimish et al.,
2021; Mialon et al., 2023) car le modèle doit 1) comprendre les scénarios complexes décrits dans les
textes des problèmes, 2) trouver l’enchaînement des opérations nécessaires, 3) identifier les variables
mathématiques et associer le texte à la logique des équations mathématiques, 4) projeter les données
vers un espace sémantique (ou un système) différent pour effectuer les calculs et enfin 5) produire le
résultat attendu et/ou générer la réponse en langage naturel.

La figure 1 montre un exemple de questions à partir de DROP (Dua et al., 2019). Pour répondre
à la question "How many years after founding of Hughes/ Donahue was Art Euphoric founded?",
le modèle doit d’abord comprendre le contexte décrit et identifier les années de création des deux
entreprises (Hughes/Donahue et Art Euphoric). Ensuite, il doit trouver l’opération à effectuer, dans ce
cas c’est une soustraction pour enfin générer la réponse qui est un.

Dans cet article nous nous intéressons à la problématique d’intégration du raisonnement numérique
dans les modèles de langue. En d’autres terme, l’enjeu est de résoudre des problèmes mathématiques
décrit en langage textuel en utilisant les modèles de langues.
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FIGURE 1 – Exemple de question de DROP (Dua et al., 2019) nécessitant un raisonnement numérique

1. Nous proposons un état de l’art des différentes approches d’incorporation des compétences
numériques dans les modèles de langues.

2. Nous discutons des perspectives de recherche pour construire des modèles capables d’identifier
un enchaînement d’opérations numériques et d’extraire toutes les informations nécessaires
pour l’effectuer.

2 État de l’art
Nous présentons les principales approches permettant aux modèles d’effectuer des raisonnements
numériques sur du texte. Nous distinguerons d’une part les architectures spécifiques basées sur des
modules de raisonnement ou de prédiction et, d’autre part, les larges modèles de langues pré-entraînés
pour effectuer des calculs ou pour générer des programmes de raisonnement permettant d’arriver à
la réponse. Pour évaluer la capacité de ces modèles à résoudre des questions nécessitant un calcul
arithmétique, les approches actuelles reposent sur la métrique "Exact Match". Ainsi, il est question de
générer une réponse pour la comparer à la réponse correcte.

2.1 Architectures spécifiques au raisonnement numérique
Les premiers modèles développés pour résoudre des problèmes de raisonnement numérique à partir
de texte utilisent des architectures spécialisées dotées de modules de raisonnement.

Le modèle NAQANet, basé sur le modèle QANet (Yu et al., 2018), a été proposé pour intégrer
le raisonnement à travers un module de prédiction permettant la génération de quatre types de
réponses : l’extraction de texte, les comptages, les additions ou les soustractions de nombres sous
forme d’expression arithmétique. De nombreux travaux ont suivi la même approche pour la génération
des réponses tels que (Ran et al., 2019; Geva et al., 2020; Chen et al., 2020; Zhou et al., 2022).
Parmi ces approches, plusieurs sont basées sur des graphes pour modéliser les dépendances entre
valeurs numériques. Par exemple, NumNet de (Ran et al., 2019), construit un graphe à partir des
nombres mentionnés dans la question et le passage textuel. Ces derniers représentent les noeuds
du graphe et leurs relations encodent les comparaisons entre eux. L’architecture de NumNet atteint
de meilleures performances que le modèle NAQANet en développant un cadre qui permet une
comparaison numérique des nombres. Néanmoins, de nombreuses questions impliquent la prise en
compte d’un nombre intermédiaire n’apparaissant pas littéralement dans le document ou la question,
ce qui limite la performance de NumNet. La table 1 montre un exemple de ce type de questions à
partir de DROP (Dua et al., 2019), le modèle doit d’abord effectuer des additions pour trouver le
pourcentage de personnes ayant un âge supérieur à 40 et le pourcentage de personne ayant un âge
inférieur à 19 pour ensuite les comparer afin de retourner la catégorie ayant le plus grand pourcentage.
A droite, la réponse générée par NumNet est une preuve de l’inefficacité de ce modèle.

Dans une approche plus élaborée, (Chen et al., 2020) utilisent un graphe orienté qui encode les
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TABLE 1 – Exemple de question de DROP (Dua et al., 2019) nécessitant un calcul intermédiaire

relations entre les nombres et les entités mentionnés dans le contexte et la question. Dans l’exemple
de la table1, les nombres 5 et 9 sont du même type (age) et ils sont liés à l’entité year. Le modèle
construit un réseau d’attention du graphe qui incorpore l’encodage contextuel de la question dans le
processus de raisonnement.

Le développement de structures spécialisées destinées au raisonnement numérique est un premier
pas important dans l’amélioration des compétences numériques des modèles. Toutefois, ces modèles
présentent des limitations en raison de leur incapacité à effectuer des calculs complexes. Par exemple,
certains modèles ont été conçus pour compter jusqu’à neuf ou pour effectuer des opérations telles
que l’addition et la soustraction seulement à partir des nombres vus en apprentissage : si le résultat
implique plus de valeurs neuves ou que les nombres n’apparaissent pas dans les données d’entraîne-
ment le modèles est incapable d’y répondre (Dua et al., 2019; Ran et al., 2019; Chen et al., 2020;
Zhou et al., 2022). L’étude expérimentale réalisée par (Al-Negheimish et al., 2021) pour tester les
compétences numériques des modèles de langue a montré que les modèles précédents ne parviennent
pas nécessairement à la bonne réponse en exploitant les bonnes informations. Ces expérimentations
ont mis en lumière des lacunes de ces modèles : ces approches sont souvent capables de répondre aux
questions sans avoir accès aux contextes ! Ils captent des motifs récurrents dans le jeu de données pour
extrapoler la réponse : ils sont donc biaisés par rapport au format des passages et des questions ou à
la distribution des réponses. Ainsi, il existe une grande disparité de performance entre les questions
dont les réponses sont les plus fréquentes par rapport aux autres.

2.2 Modèles de langues pré-entraînés augmentés de compétences numériques

Dans cette section, nous nous intéresserons aux travaux explorant le pré-entraînement des modèles
de langue afin de générer les résultats numériques souhaités directement, à travers des techniques
comme l’augmentation de données textuelles ou numériques (Geva et al., 2020; Yang et al., 2021), le
pré-entraînement séquentiel sur plusieurs jeux de données ou l’utilisation de programmes et de leurs
résultats comme données d’entraînement (codes, requêtes, etc.) comme dans (Pi et al., 2022).

GENBERT de (Geva et al., 2020) est une amélioration directe du modèle BERT (Devlin et al., 2018).
Le module de prédiction est similaire à celui de NaQANet, où chaque type de réponse attendue est
traité séparément. Le modèle est d’abord pré-entraîné sur un objectif classique de modélisation de
langue puis sur des données numériques –sous forme d’expressions arithmétiques associées à leurs
résultats– pour apprendre au modèle à effectuer des calculs. Enfin, le modèle est spécialisé sur des
questions-réponses pour apprendre à générer les sorties attendues. Le modèle pré-entraîné se veut
générique : il peut être adapté à différents jeux de données tel que DROP (Dua et al., 2019). GENBERT
atteint des performances similaires à l’état de l’art sur DROP (à taille de modèle comparable) et
il s’adapte aux jeux de données de problèmes mathématiques (MWP) (Koncel-Kedziorski et al.,
2016; Hosseini et al., 2014; Roy et al., 2015; Koncel-Kedziorski et al., 2015), tout en maintenant des

176



performances élevées sur SQuAD (Rajpurkar et al., 2016).

Dans le même contexte, (Yang et al., 2021) comparent cinq pipelines d’entraînement séquentiel
qui adaptent un modèle T5 pré-entraîné pour le raisonnement numérique sur du texte. Chaque
pipeline comprend deux étapes : pré-entraînement sur des données de raisonnement numérique et de
compréhension générale de texte, suivi d’un réglage fin sur DROP (Dua et al., 2019) et d’une tâche
de classification dérivée de DROP où il s’agit de classifier le type de la réponse. L’entraînement multi-
tâches est adapté à chaque étape en utilisant différents ensembles de données (données numériques et
textuelles synthétiques (Geva et al., 2020), DROP et SQuAD).Le pipeline d’apprentissage séquentiel
nécessite peu de ressources, il permet de tester différentes hypothèses et donne de bonnes performances
même en utilisant des modèles de taille limitée (T5-small). Cette approche a permis de réaliser de
grandes améliorations en termes de raisonnement numérique par rapport à un modèle T5 de base.

Dans une autre optique, POET "Program Executor" (Pi et al., 2022) est un nouveau paradigme de
pré-entraînement qui permet aux modèles de langue d’acquérir les capacités de raisonnement des
exécuteurs de programmes en s’entraînant sur des données composées de programmes associées à
leurs résultats d’exécution. POET est conceptuellement simple et peut être instancié sur différents
types de programmes : POET-Math, POET-Logic et POET-SQL. L’idée est que les modèles de
langues, pour prédire le résultat d’un programme, apprennent à imiter les procédures d’exécution de
programmes : ils pourraient ensuite potentiellement apprendre plus facilement les mécanismes de
raisonnement logique que les humains ont adoptées pour créer l’exécuteur de programme. POET a été
testé avec succès à partir de BART et RoBERTa, après une phase d’adaptation, sur DROP, HotpotQA
(Yang et al., 2018), TAT-QA (Zhu et al., 2021) et EQUATE (Ravichander et al., 2019).

Dans cette classe de modèles, la majorité des erreurs se produisent sur des exemples qui exigent
des compétences de raisonnement qui ne sont pas couvertes par l’ensemble de données de pré-
entraînement (Geva et al., 2020; Yang et al., 2021). Bien que POET ait appris des compétences
de raisonnement des exécuteurs de programmes, il ne peut répondre qu’aux tâches similaires à
celles de l’ensemble de données de pré-entraînement. Pour combler les lacunes de ces modèles, une
option serait d’augmenter l’ensemble de données de pré-entraînement pour élargir l’éventail des
raisonnements complexes assimilés et mieux répondre aux questions des jeux de données. Malgré
une approche assez générique, le problème de la généralisation aux nouvelles données reste un défi.

2.3 Modèles de langues pour la génération de programmes de raisonnement
Dans cette section, nous nous intéressons à une troisième voie émergeante qui consiste à générer
un ensemble d’instructions –ie un programme– qui sera interprété par un calculateur externe. La
production du résultat final (e.g. manipulation des nombres, calculs) est ainsi déléguée à un outil
existant, comme présenté dans la figure 2. (Mialon et al., 2023) ont effectué une étude très large sur
l’augmentation des modèles de langues avec des compétences basées des outils externes.

Le modèle présenté dans (Andor et al., 2019) permet au modèle BERT d’effectuer un raisonnement
numérique léger avec un pré-entraînement sur DROP (Dua et al., 2019). BERT est augmenté avec
un ensemble prédéfini de programmes exécutables qui englobent l’arithmétique simple ainsi que
l’extraction de texte. Plutôt que d’avoir à apprendre à manipuler les nombres directement (Geva et al.,
2020; Yang et al., 2021; Pi et al., 2022; Xue et al., 2022), le modèle peut générer un programme et
l’exécuter. Les programmes sont simples de la forme Opération(argument, ...) parmi l’espace des
dérivations défini par les auteurs. Cet espace comprend des expressions (yes, no, unkown, 0,...,9), des
opérations numériques (diff, mul, div, sum et diff100), des opérations d’extraction de texte (span)
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FIGURE 2 – Modèles de langues et modèles de langues augmentés d’outils, (Parisi et al., 2022).

FIGURE 3 – Exemples avec Bhaskara en calcul et algèbre sur le jeu de données LILA (Mishra et al.,
2022). Le programme est souvent plus pertinent que l’estimation numérique.

et des compositions (merge, sum3). Une fois l’opération arithmétique générée, le calcul est exporté
vers un calculateur externe. Cette approche dépasse l’état de l’art sur certaines tâches spécifiques,
néanmoins, elle est très préliminaire dans le domaine et ne couvre pas les calcul numériques avancés.

Dans le même sens, (Mishra et al., 2022) explore les performances de deux types de modèles nommés
BHASKARA (P et A). Le premier génère des programmes python qui sont ensuite exécutés afin de
prédire le résultat numérique attendu (BHASKARA-P) : le modèle n’est pas entraîné pour exécuter
les calculs en interne mais plutôt pour planifier et générer les différentes étapes qui permettront d’at-
teindre le résultat souhaité. Le second modèle est entraîné pour produire le résultat final directement
(BHASKARA-A), tous les calculs se font en interne dans le modèle. La figure 3 montre des exemples
de programmes générés et de résultats estimés par BHASKARA. Les résultats de l’expérimentation
ont montré que la génération de programme surpasse nettement la prédiction directe des résultats.
L’étude de ce travail nous a permis de conclure que les modèles de langue manipulent mieux les opé-
rateurs de haut niveau et leur enchaînement que les calculs numériques directs. De plus, le modèle est
capable d’appeler des bibliothèques externes pour effectuer des calculs avancés de manière pertinente.
Par exemple, le modèle utilise scipy.stats.entropy ou np.linalg.det respectivement
en statistique et en algèbre linéaire lors de la résolution de problèmes.

Très récemment, (Schick et al., 2023) ont introduit Toolformer, un modèle qui a été entraîné pour
apprendre à utiliser différents outils externes tels qu’une calculatrice, un système de questions-
réponses, un moteur de recherche, un système de traduction et un calendrier. Le modèle est capable
de décider quel outil appeler, quand l’appeler, avec quels arguments lancer la requête et comment
incorporer au mieux les résultats dans la prédiction future de texte. Toolformer ne peut pas (encore)
gérer les calculs complexes en raison de la nature des exemples utilisés pour l’entraîner à exploiter
la calculatrice. L’ensemble de données textuelles ne contient que des documents plutôt simples, qui
remplissent l’une des conditions suivantes : (i) contiennent au moins trois nombres dans une fenêtre
de 100 mots, où l’un de ces nombres est le résultat d’une opération mathématique appliquée aux deux
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autres, (ii) contiennent l’une des séquences "=", "égale", "égale à", "total de", "moyenne de" suivie
d’un nombre, ou (iii) contiennent au moins trois nombres. Il s’agit néanmoins d’une proposition
intéressante qui ouvre beaucoup de perspectives.
Avec une philosophie très proche, (Lyu et al., 2023) propose Faithful CoT Chain of Thought. Il s’agit
d’un cadre de prompting décomposant une tâche de raisonnement en deux étapes : 1) la traduction
(requête en langage naturel → chaîne de raisonnement symbolique) et 2) la résolution du problème
(chaîne de raisonnement → réponse), en utilisant respectivement un PTLM pour générer la chaîne de
raisonnement et un outil pour l’exécuter.

3 Discussion et perspectives
Dans cette section, nous discutons des perspectives de recherche que nous envisageons pour proposer
des modèles de langues dotés de compétences numériques. L’idée de planifier et générer les différentes
étapes du raisonnement nous semble très prometteuse (Andor et al., 2019; Mishra et al., 2022). En
effet, le modèle de langue est très performant sur cette tâche tandis que ses faiblesses calculatoires
peuvent être palliées en faisant appel à un calculateur externe. L’enjeu est alors d’apprendre aux
modèles de langage à utiliser des outils externes (Parisi et al., 2022; Schick et al., 2023). La richesse
des outils et bibliothèques existants pour des problèmes très divers ouvre de nombreuses perspectives.
Accessoirement le comportement des modèles de langue se rapprocherait alors de celui des humains
qui font appel quotidiennement à une large palette d’outils pour résoudre des problèmes divers.

3.1 Capacité des modèles de langues à générer des chaînes de raisonnement

Actuellement, les modèles de langage ont des lacunes sur le raisonnement numérique et sont incapables
d’effectuer des calculs complexes. Une idée serait de se concentrer sur la capacité de génération de
la chaîne de raisonnement, avec et sans transfert, en déléguant le calcul numérique à des opérateurs
externes. Avec transfert en ajustant les modèles de langues de génération de code disponibles sur les
datasets de raisonnement comme DROP et sans transfert en utilisant les techniques de prompting. La
catégorisation des raisonnements et la supervision de ces chaînes de raisonnement sont réalisables à
partir des jeux de données existants et pourraient bénéficier de l’augmentation de données. Une clé
réside dans la capacité à créer des fonctions de coût intermédiaires caractérisant les enchaînements
locaux d’opérations, à la manière de ce qui existe en apprentissage par renforcement. Le résultat final
dépendant directement de calculateur externe serait alors utilisé dans les métriques d’évaluation plus
que dans la stratégie d’apprentissage elle-même.

La génération des chaînes de raisonnement ou processus de raisonnement sous formes de codes
Python entre parfaitement dans le cadre défini précédemment : 1) un code est essentiellement un
enchaînement d’instructions sous forme de texte, la modalité idéale pour les modèles de langue. Il
existe d’ailleurs déjà des modèles de langues entraînés sur du code qui pourraient servir de base
à ce travail (Black et al., 2022; Nijkamp et al., 2022). 2) Il est possible de résoudre toute sorte de
problèmes en utilisant les langages de programmation avec des outils de plus ou moins haut niveau
selon les bibliothèques considérées. Ainsi, il s’agit d’un cadre pertinent pour étudier les capacités
de généralisation en raisonnement numérique. Contrairement à Toolformer (Schick et al., 2023) qui
augmente les PTLMs en utilisant plusieurs outils, nous nous concentrerons sur la partie raisonnement
numérique directement dans le langage de programmation : nos outils seront des fonctions.

Au bout de la chaîne, pour pouvoir produire le texte présentant les résultats des raisonnements
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numériques générés, nous pensons repartir de la littérature data-to-text : l’enjeu est d’abord de placer
le résultat calculé dans une phrase pertinente vis-à-vis de la question et du contexte puis d’exploiter
la génération de texte pour expliquer les grandes étapes du raisonnement construit précédemment.

3.2 Application à des tâches de génération de texte à partir de données struc-
turées ("data-to-text generation")

Le raisonnement est présent implicitement dans de nombreuses tâches de TAL (question-réponses,
génération de texte, ...). En Data-to-Text en particulier, l’enjeu est crucial : la tâche se définit comme
une sorte de traduction depuis des données complexes, parfois structurées, souvent numériques vers
des descriptions textuelles plus compréhensibles par les humains. Ces données sont généralement
partiellement ou complètement numériques : séries temporelles provenant de capteurs, tableaux de
valeurs, résultats de requêtes SQL, bases de connaissances et graphes, etc. C’est un champ émergent
très dynamique dans le domaine du traitement du langage naturel, (Wiseman et al., 2018; Zhang et al.,
2019; Kale & Rastogi, 2020; Parikh et al., 2020; Rebuffel et al., 2022), possédant de très nombreuses
applications, notamment dans les domaines scientifiques, du journalisme, de la santé, du marketing,
de la finance, etc. La plupart des applications dans ce domaine nécessitent de la planification, de
l’analyse numérique ou du raisonnement : cet enjeu est en passe de devenir central en Data-to-Text
(Nie et al., 2018; Herzig et al., 2020).

Appliquer les techniques issues de la bibliographie présentée dans cet article sur des entrées tabulaires
(ou autre) semble très pertinent. En effet, l’enjeu est alors de réaliser des opérations entre des entités,
des valeurs ou sur des séries de valeurs (e.g., identification de la plus grande valeur sur une colonne
du tableau, recherche du joueur ayant fait le plus de passes, etc...). L’idée de faire appel à des outils
de calculs externes dans le domaine du Data-to-Text est à la fois originale et pertinente pour aider
à la résolution de cette tâche difficile. Des chaînes de raisonnement pourraient être générées puis
exécutées par des outils externes lors de l’inférence, nourissant un modèle de langue chargé de générer
le texte final, comme dans la proposition émise en fin de section précédente. En utilisant des outils
externes pour gérer les aspects numériques, les modèles de langue pourraient se concentrer davantage
sur les aspects linguistiques et sémantiques, ce qui pourrait conduire à des améliorations significatives
de la qualité des sorties produites.

4 Conclusion
Cet article s’intéresse à l’amélioration des modèles de langue en raisonnement numérique. Bien
que le pré-entraînement sur des données numériques soit maintenant une approche courante, les
résultats ne sont pas satisfaisants. Notre synthèse de l’état de l’art des approches d’intégration du
raisonnement numérique dans les modèles de langue penche clairement en faveur des architectures
hybrides mêlant génération de texte et calculateurs externes. Nous sommes convaincus du potentiel
de ces modèles, à la fois en raisonnement automatique à partir d’énoncés textuels et dans le cadre
des applications de Data-to-text. Nous travaillons au développement d’architectures capables de
traduire ces problématiques en code Python, d’exécuter ces programmes puis d’incorporer les résultats
retournés dans un texte pertinent.
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