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RÉSUMÉ
La recherche conversationnelle est une tâche qui vise à retrouver des documents à partir de la question
courante de l’utilisateur ainsi que l’historique complet de la conversation. La plupart des méthodes
antérieures sont basées sur une approche multi-étapes reposant sur une reformulation de la question.
Cette étape de reformulation est critique, car elle peut conduire à un classement sous-optimal des
documents. D’autres approches ont essayé d’ordonner directement les documents, mais s’appuient
pour la plupart sur un jeu de données contenant des pseudo-labels. Dans ce travail, nous proposons une
technique d’apprentissage à la fois “légère” et innovante pour un modèle contextualisé d’ordonnance-
ment basé sur SPLADE. En s’appuyant sur les représentations parcimonieuses de SPLADE, nous
montrons que notre modèle, lorsqu’il est combiné avec le modèle de ré-ordonnancement T5Mono,
obtient des résultats qui sont compétitifs avec ceux obtenus par les participants des campagnes
d’évaluation TREC CAsT 2020 et 2021. Le code source de notre papier ECIR (Hai et al., 2023) est
disponible sur https://github.com/anonymous.

ABSTRACT
CoSPLADE : Contextualizing SPLADE for Conversational Information Retrieval.

Conversational search is a difficult task that aims at retrieving documents based not only on the current
user query but also on the full conversation history. Most of the previous methods are built on a multi-
stage ranking approach relying on query reformulation, a critical intermediate step that might lead to
a sub-optimal retrieval. Other approaches have tried to use first-stage neural rankers, but are either
zero-shot or rely on learning-to-rank based on a dataset with pseudo-labels. In this work, we propose
an innovative lightweight learning technique to train a first-stage ranker based on SPLADE. By
relying on SPLADE sparse representations, we show that, when combined with a second-stage ranker
based on T5Mono, the results are competitive on the TREC CAsT 2020 and 2021 tracks. The source
code of our ECIR paper (Hai et al., 2023) is available at https://github.com/anonymous.
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1 Introduction

Avec le développement des assistants conversationnels comme Siri, Alexa ou Cortana, la Recherche
d’Information (RI) Conversationnelle est devenue un domaine de recherche important (Culpepper
et al., 2018; Dalton et al., 2019). Une recherche est effectuée au cours d’une session, à la manière
d’une conversation naturelle : le besoin d’information de l’utilisateur est exprimé par une séquence
d’interactions (questions ou questions puis réponses), introduisant ainsi des interdépendances com-
plexes entre les différents “tours”. Les modèles neuronaux de RI se sont avérés très performants pour
cette tâche (Dalton et al., 2020, 2021). Ils différent des travaux antérieurs car ils reposent sur une
étape d’expansion de question basée sur l’historique (Zamani et al., 2022), qui prend en compte toutes
les questions passées et leurs réponses associées. Ce modèle de reformulation est généralement appris
sur le jeu de données CANARD (Elgohary et al., 2019), qui se compose d’une série de questions
et de leurs réponses associées, ainsi que d’une question désambiguïsée – appelée question oracle.
Cependant, s’appuyer sur une étape de reformulation est coûteux en calcul et peut s’avérer sous-
optimal, comme souligné dans (Krasakis et al., 2022; Lin et al., 2021). (Krasakis et al., 2022) utilisent
ColBERT (Khattab & Zaharia, 2020) en inférence sans aucun entraînement du modèle (“zéro-shot”),
en remplaçant la question par la séquence de questions, ce qui est clairement sous-optimal. (Lin et al.,
2021) proposent d’apprendre une représentation dense contextualisée de l’historique des questions,
en optimisant une fonction d’ordonnancement sur un jeu de données composé de labels simulés. Le
processus d’apprentissage est complexe (e.g., labels non fiables), et long.

Nous présentons ici notre participation à la campagne d’évaluation TREC CAsT (Dalton et al., 2020,
2021), étendue dans une papier long à ECIR (Hai et al., 2023). Nous proposons une approche faisant le
lien entre l’ordonnancement préalable (“first-stage”) et l’étape intermédiaire de reformulation. Notre
modèle est une extension du modèle SPLADE (Formal et al., 2021, 2022) basé sur l’apprentissage de
représentations parcimonieuses, permettant ainsi d’extraire des mots pertinents pour la reformulation.
Le processus d’apprentissage est “léger”, car nous nous concentrons sur les questions et n’utilisons
aucun jugement de pertinence. Nous alignons la représentation de la question contextualisée par
la conversation à celle de la question désambiguïsée définie par l’oracle. Nous utilisons ensuite
un modèle de ré-ordonnancement neuronal en tirant parti des représentations parcimonieuses pour
fournir un contexte conversationnel sous la forme de mots-clés sélectionnés par SPLADE.

2 Modèle Contextualisé pour la Recherche d’Information
Conversationnelle

La campagne d’évaluation TREC CAsT se concentre sur des sessions de recherche conversationnelle
contenant environ 10 tours d’échanges. Chaque étape correspond à une question et la réponse cano-
nique qui lui est associée 1, qui sert ensuite de contexte pour les questions futures. Pour chaque tour
n ≤ N , où N est le dernier tour de la conversation, nous désignons par qn la question correspondante
et an sa réponse canonique. Le contexte d’une question qn au tour n correspond à l’ensemble des
questions et réponses précédentes et éventuellement les réponses associées. L’objectif principal du
challenge TREC CAsT est de retrouver, pour chaque question qn et son contexte – c’est-à-dire les
tours de la conversation – les passages pertinents d dans une collection de passages D. Notre approche
se base sur deux étapes d’ordonnancement.

1. Sélectionnée manuellement comme étant la réponse la plus pertinente d’un système de base.
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2.1 Ordonnancement Préalable

Le modèle SPLADE (Formal et al., 2021, 2022) estime le score d’un document en utilisant le
produit scalaire entre la représentation parcimonieuse d’un document (d̂) et d’une question (q̂) :
s(q̂, d̂) = q̂ · d̂. De manière similaire à (Lin et al., 2021), nous supposons que la représentation
du document a été bien entraînée dans le modèle original, sur la tâche standard de RI ad-hoc. La
représentation d̂ du document d est donc obtenue en utilisant le modèle SPLADE pré-entraîné, i.e.
d̂ = SPLADE([CLS] d; θSPLADE), où θSPLADE correspond aux paramètres SPLADE origi-
naux (Formal et al., 2022) 2. Ces paramètres ne sont pas modifiés au cours de l’apprentissage.

La représentation de la question contextualisée au tour n, désignée par q̂n,k, est obtenue par un
nouveau modèle dérivé du modèle pré-entraîné SPLADE, en intégrant le contexte de la conversation,
à savoir les questions précédentes et les réponses précédentes de la façon suivante :

q̂n,k = q̂queriesn + q̂answers
n,k (1)

q̂queriesn = SPLADE([CLS] qn [SEP] q1 [SEP] . . . [SEP] qn−1; θqueries) (2)

q̂answers
n,k =

1

k

n−1∑

i=n−k

SPLADE(qn [SEP] ai; θanswers,k) (3)

où q̂queriesn encode la question actuelle dans le contexte de toutes les questions précédentes, et
q̂answers
n,k encode la question actuelle dans le contexte de k. Nous utilisons deux versions de SPLADE

paramétrées par θqueries pour l’historique complet des questions et θanswers,k pour les réponses.

Entraînement. Nous proposons un entraînement basé sur deux fonctions de coût ayant pour objectif
de rapprocher la représentation de la question estimée avec celle de la question oracle ainsi qu’avec
le contexte de la conversation. La représentation q̂∗n de la question oracle est obtenue en utilisant le
modèle SPLADE original : q̂∗n = SPLADE(q∗n; θSPLADE).

La première composante de notre fonction de coût est basée sur une erreur des moindres carrés (MSE)
qui compare la représentation de la question estimée avec la question oracle : LossMSE(q̂n,k, q̂

∗
n) =

MSE(q̂n,k, q̂
∗
n). Nous avons de plus ajouté une fonction de coût MSE asymétrique, conçue pour

encourager l’expansion des termes à partir des réponses passées, ainsi qu’éviter d’introduire du bruit
en restreignant les termes à ceux présents dans la question oracle q∗n :

Lossasym(q̂answers
n,k , q̂∗n) =

(
max(q̂∗n − q̂answers

n,k , 0)
)2

(4)

2.2 Ré-Ordonnancement

Nous effectuons le ré-ordonnancement en utilisant une approche T5Mono (Nogueira et al., 2020), où
nous enrichissons la question brute qn avec des mots-clés identifiés par les représentations obtenues à
l’issue de la première étape. La question enrichie q+n pour le tour de conversation n est la suivante :

q+n = qn. Contexte : q1 q2 . . . qn−1. Mots− cles : w1, w2, ..., wK (5)

où les wi sont les mots les plus importants du top-K que nous sélectionnons en exploitant le modèle
d’ordonnancement préalable.

2. Qui peuvent être obtenus à partir de HuggingFace (Wolf et al., 2020) : https://huggingface.co/naver/
splade-cocondenser-ensembledistil
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TREC CAsT 2020 Recall@1000 MAP@1000 MRR nDCG@1000 nDCG@5 nDCG@3
TREC Participant (best) 63.3 30.2 59.3 52.6 - 45.8

TREC Participant (median) 52.1 15.1 42.2 36.4 - 30.4
TREC Participant (low) 27.9 1.0 5.9 11.1 - 2.2

CoSPLADE 82.4±2.0 26.9±1.5 58.1±2.9 54.2±1.8 41.2±2.4 44.0±2.7
TREC CAsT 2021 Recall@500 MAP@500 MRR nDCG@500 nDCG@5 nDCG@3

TREC Participants 1 (best) 85.0 37.6 67.9 63.6 - 52.6
TREC Participants 2 (median) 36.4 17.6 53.4 33.6 - 37.7

TREC Participants 3 (low) 58.9 7.6 27.0 31.4 - 15.4
CoSPLADE 84.9±1.7 35.5±1.8 69.8±3 62.2±1.9 51.99±2.6 54.4±2.9

TABLE 1 – TREC CAsT 2020 and 2021 performances regarding participants

3 Évaluation et Résultats

Nous avons conçu le protocole d’évaluation de manière à satisfaire deux objectifs d’évaluation : i)
Évaluer séparément l’efficacité des composantes d’ordonnancement des deux étapes de CoSPLADE ;
ii) Comparer CoSPLADE avec les modèles des participants à TREC CAsT 2020 et 2021.

Pour entraîner notre modèle, nous avons utilisé le corpus CANARD, un ensemble de données
conversationnelles axé sur la réécriture de questions basée sur le contexte. Plus précisément, le jeu de
données CANARD est une liste d’historiques de conversations, chacune étant composée d’une série de
questions, de réponses courtes (écrites par des humains) et de questions reformulées (contextualisées).
Les ensembles d’entraînement, de développement et de test comprennent respectivement 31, 538,
3, 418 et 5, 571 questions contextuelles et reformulées.

Pour évaluer notre modèle, nous avons utilisé les ensembles de données TREC CAsT 2020 et 2021
qui comprennent respectivement 25 et 26 besoins en information (“topics”) et une collection de
documents composée de l’ensemble de données MS MARCO, d’une mise à jour de Wikipedia à partir
du benchmark KILT (Petroni et al., 2020) et de la collection Washington Post V4. Pour chaque besoin
d’information, une conversation est disponible, alternant questions et réponses (passages sélectionnés
manuellement dans la collection, i.e. réponses canoniques). Pour chaque question (216 et 239 au
total), le jeu de données fournit sa forme réécrite manuellement ainsi qu’un ensemble d’environ 20
documents pertinents. Nous utilisons le premier pour définir une borne supérieure de comparaison.

L’analyse des différentes variantes de notre modèle ainsi que la comparaison avec des modèles de
l’état de l’art et des participants TREC met en évidence les conclusions suivantes : 1) L’exploitation
de l’historique des questions et des réponses permet de mieux contextualiser la question en cours.
2) Les réponses plus détaillées sont plus performantes. 3) Le coût asymétrique est bénéfique. 4) Notre
modèle est capable d’obtenir des résultats comparables aux meilleurs modèles proposés par les
participants TREC avec un modèle bien plus simple à entraîner et utilisant peu d’heuristiques.

4 Conclusion
Dans cet article, nous avons montré comment un modèle neuronal de RI basé sur des représentations
parcimonieuses, à savoir SPLADE, pouvait être utilisé avec un processus d’apprentissage “léger” pour
la RI conversationnelle. Nous avons obtenu des résultats comparables à ceux des systèmes les plus
performants lors de la campagne d’évaluation TREC CAsT. Nous envisageons également d’évaluer
notre approche sur d’autres jeux de données de QA conversationnelle, tels que CoQA (Reddy et al.,
2019), OR-ConvQA (Qu et al., 2020), ou ConvMix (Christmann et al., 2022).
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