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摘要

文件摘要一直是個經典且重要的研究議
題，旨在將給定的一篇文章濃縮成簡潔
精鍊的小段落。關鍵字 (Keyword) 在文
章內扮演著承上啟下的重要角色，它們通
常乘載著文章的主題、重點與核心概念。
於是，過去許多研究提出基於關鍵字的
文件摘要模型。然而，這些模型通常由一
個萃取關鍵字模型，以及一個將關鍵字做
為導引的摘要生成模型。這樣的設計不僅
增加流程的複雜度，可能遭遇錯誤傳遞的
問題，也將導致多餘的資源消耗。有鑑於
此，本研究致力於提出一套基於詞排名的
抽象式摘要模型訓練法，著眼於將關鍵字
萃取與文件摘要兩者合而為一。為此，模
型不僅可以自動地標示出文章內的關鍵
字，亦可根據這些關鍵字產生文章的抽象
式摘要。實驗結果顯示，使用基於詞排名
的模型訓練法後，確實可以有效地提升摘
要的成效，並且在關鍵字擷取的任務裡，
也可獲得很好的成績。

Abstract

Document summarization has always been
a classic and important research topic, aim-
ing to condense a given article into a few
concise paragraphs. Keywords, which usu-
ally convey the theme, focus, and core con-
cept of the content, play an essential role
in the document. Therefore, many studies
in the past have proposed keyword-based
document summarization models. How-
ever, these models usually consist of a key-
word extractor and a keyword-based sum-
marizer. Such a design not only increases
the complexity of the process but also may
encounter an error propagation problem
and will also lead to redundant resource
consumption. In view of this, this re-
search dedicates to proposing a word rank-
ing based training strategy for abstractive
document summarization, which mainly
focuses on combining keyword extraction
and document summarization. On top of
the training strategy, the resulting model

can automatically select keywords in the
document and generate an abstractive sum-
mary based on these keywords. The ex-
perimental results show that using the pro-
posed training strategy can indeed effec-
tively improve the quality of the abstrac-
tive summarization and achieve good re-
sults in the keyword extraction task.

關鍵字：文件摘要、關鍵字、抽象式摘要

1 介紹

文件摘要通常被區分為抽取式 (Extractive) 與
抽象式 (Abstractive) 兩大類。抽取式摘要是
從給定的文章中，挑選數個句子來組成摘要；
抽象式摘要則是希望摘要像是以閱讀文章後
重寫的方式，用自動的方式產生數個句子來做
為摘要。由於自動生成的句子容易有不通順、
含有錯字、文法錯誤等問題，因此過去數十年
來的摘要研究，多半以抽取式摘要為主。近年
來，深度學習 (Deep Learning) 的蓬勃發展，
特別在自然語言處理領域上的屢屢突破，自然
語言生成 (Natural Language Generation) 已
邁入下一個世代。自動地生成文法正確、沒有
錯字且通順的句子，已不再是難以達成的目
標。因此，抽象式摘要，成為近期摘要研究的
熱門議題。在基於類神經網路的模型架構下，
抽象式摘要任務通常被表示為一個序列至序
列 (Sequence-to-Sequence) 的問題，也就是在
給定一篇文章後，模型需要根據這篇文章產生
一段文字序列，作為文章的摘要。
在深度學習的框架下，序列至序列問題的
發展，可追朔由遞迴式神經網路 (Recurrent
Neural Network, RNN) 開始 (Nallapati et al.,
2016)；接著，長短期記憶模型 (Long Short-
term Memory, LSTM) 與閘道循環單元模型
(Gated Recurrent Unit, GRU) 等改善遞迴式
神經網路的模型紛紛提出 (Li et al., 2018;
Shi et al., 2021)；爾後，變形器模型 (Trans-
former) 不僅改善了各種遞迴式模型計算耗
時的問題、利用簡單的自注意力機制 (Self-
attention) 來考慮字符 (Token) 與字符之間的
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關係，也在各種自然語言處理相關的任務中展
現絕佳成效 (Vaswani et al., 2017; Raffel et al.,
2020; Reid et al., 2021; Fan et al., 2021)。從
此，變形器模型成為自然語言處理領域中序列
至序列問題的主流架構。
基於提示 (Prompt-based) 的摘要模型是近
年另一個重要的研究方向，廣義概念是讓模型
在產生摘要時，考慮使用者輸入的導引或提示
(Liu and Chen, 2021; Luo et al., 2022; Narayan
et al., 2021; Ravaut et al., 2023) 。更明確地，
於給定一篇欲摘要的文章後，得以同時將關
鍵字或者焦點句子當作提示，一併輸入摘要
模型，而模型需要生成以給定的關鍵字或者焦
點句子為主的摘要。延續這個想法，現今許多
研究將摘要任務拆解成兩大部分，一個是關鍵
字或焦點句子的萃取，一個是結合關鍵字或焦
點句子與文章來生成摘要。前者可以看成是對
文章進行剖析，將重點預先標註；後者則是根
據文章的重點，進行摘要的生成。在這樣的架
構下，多數的方法利用串接的方式來達成此一
目標，也就是建立一個關鍵字或焦點句子抽取
器，以及一個結合關鍵字或焦點句子與文章的
文件摘要生成模型。然而，如此複雜的流程，
不但可能具有錯誤傳遞 (Error Propagation)
的問題，也因為需要兩階段執行，而變得耗
時。此外，維護兩個模型的穩定與效能，更會
提高資源的需求量 (He et al., 2022; Dou et al.,
2021)。
有鑑於此，本研究提出一套基於詞排名的
新穎性抽象式摘要模型訓練法，我們簡稱為
WordRank，主要有三大貢獻。第一，為了解
決傳統串接兩個模型之缺點，我們提出的摘要
模型訓練法能將關鍵字的抽取與摘要的生成
融合為一，也就是在給定一篇文章後，摘要模
型不僅可以自動地標示出關鍵字，也能夠依此
產生摘要。第二，這套新穎的抽象式摘要模型
訓練法可以用於訓練各式基於變形器架構的
抽象式摘要模型，極具彈性與穩定性。最後，
我們將這套方法使用於最單純的基於變形器
之編碼器-解碼器架構的抽象式摘要模型以及
Pegasus (Zhang et al., 2020) 與 BART (Lewis
et al., 2020) 兩個經典的抽象式摘要法。實驗
結果顯示，使用本研究提出的訓練法後，各式
模型皆能有效地提升抽象式摘要的任務成效。

2 相關研究

2.1 提示學習 (Prompt Learning)
近年來，提示學習已在自然語言處理的領域
中被廣泛討論，包含如何有效率地將大型
預訓練語言模型運用於各種下游任務 (Liu
et al., 2023) 以及各式自然語言生成的相

關問題 (Radford et al., 2019; Brown et al.,
2020; Schick and Schütze, 2021; Li and Liang,
2021)。對於抽象式摘要任務來說，提供摘要
模型額外的指示或導引，使模型可以生成更符
合目標或條件的摘要，即是提示學習在摘要上
的應用。CtrlSum (He et al., 2022) 提出了一
種可控制的摘要框架，利用自動提取的關鍵字
和不同的提示來對模型輸出進行 5 種不同方
面的控制，使得最終的摘要成果可以有效的提
升。GSum (Dou et al., 2021) 是以變形器模型
為架構，在一般常見的文章編碼器外，加入了
一個引導資訊編碼器，使得各種不同的導引訊
號 (關鍵字、關鍵句等) 能對於摘要的生成產
生影響。

2.2 對比學習 (Contrastive Learning)
對比學習 (Hadsell et al., 2006) 已經被廣泛運
用在神經網路模型，作為一種自監督學習的
方式。其中，SimCLR (Chen et al., 2020) 將
對比學習應用於圖像分類領域，證明了以對比
損失 (Contrastive Loss) 訓練的神經網路相較
於自監督學習 (Self-supervised) 或半監督學習
(Semi-supervised) 方法，能夠獲得更好的任務
成效。很快地，相關研究也被介紹至自然語言
處理領域中。SimCSE (Gao et al., 2021) 提出
了一個應用對比學習的架構，並針對預訓練
語言模型的句嵌入 (Sentence Embedding) 進
行訓練的方法，在文本語意相似性 (Semantic
Textual Similarity, STS)(Yang et al., 2018) 任
務中達到超越無監督學習 (Unsupervised) 和
半監督學習的成績。而針對文本生成乃至抽象
式摘要任務，SimCLS (Liu and Liu, 2021) 提
出了一種將對比學習應用至序列至序列的生成
任務框架中，透過比較生成文本之間的品質來
建構對比損失，目的是選出最佳的生成文本。
更進一步的，BRIO (Liu et al., 2022) 則提出
了將傳統文本生成任務中通常使用的交叉熵損
失 (Cross Entropy Loss) 與比較文本品質的對
比損失相結合，使模型同時擁有生成與評分的
能力，而這個訓練方式也使模型在抽象式摘要
任務上，獲得非常好的成績。

3 新穎的抽象式摘要訓練法

3.1 基於變形器的基礎抽象式摘要模型

抽象式摘要任務是一個典型的序列至序列的
問題，也就是給定一篇欲摘要的文章 D =
{w1, ..., w|D|} 後，由機器自動地產生對應的
摘要 Y = {w1, ..., w|Y |}。以變形器為基礎
時，最基本的模型架構為將編碼器 (Encoder)
與解碼器 (Decoder) 串接的形式。更明確
地，我們首先將文章中的每一個字符 (To-
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ken) 轉換成向量表示法，並與位置向量相
加，形成一組代表文章裡字符序列的表示法
H0

enc = {h01, ...h0|D|}。接著，我們將 H0
enc 輸

入進由 Lenc 層變形器組成的編碼器，每一
個變形器主要由自注意力機制 (Self Atten-
tion)、殘差網路 (Residual Network)、層正規
化 (Layer Normalization)以及前饋網路 (Feed-
forward Network) 所組成：

Ĥ l−1
enc = LN(H l−1

enc + SA(H l−1
enc ))

H l
enc = LN(Ĥ l−1

enc + FFN(Ĥ l−1
enc ))

(1)

其中 SA 代表自注意力機制、LN 表示
層正規化、FFN 則為前饋網路，而 l ∈
{1, 2, ..., Lenc} 指的是第幾層變形器。值得一
提的是，自注意力機制是注意力機制 (Atten-
tion) 的變形 (Lin et al., 2017)，它將輸入透
過簡單的前饋網路轉換為查詢 (Query)、鍵項
(Key) 與值項 (Value)：

Ql−1 = W l−1
Q H l−1

enc

K l−1 = W l−1
K H l−1

enc

V l−1 = W l−1
V H l−1

enc

(2)

其中，{W l−1
Q ,W l−1

K ,W l−1
V } 為前饋網路的模

型參數，{Ql−1,K l−1, V l−1} 分別表示查詢、
鍵項與值項。接著，利用查詢與鍵項計算每一
個字符與所有字符的相關係數：

SA(H l−1) = softmax(
Ql−1K l−1T

√
dmodel

)V l−1 (3)

其中
√
dmodel 為一個縮放係數 (Scaling Fac-

tor)，dmodel 則是向量的維度。最後，將相關
係數與對應的值項相乘，加總後即成為每一個
字符新的向量表示法 (Bahdanau et al., 2015;
Luong et al., 2015)。
在編碼器對文章中每一個字符都產生一個對
應的向量後，抽象式摘要的生成，是藉由解碼
器來完成。解碼器同樣由 Ldec 個堆疊的變形
器所組成，除了自注意力機制、殘差網路、層
正規化以及前饋網路外，解碼器中的變形器還
包含有交叉注意力機制 (Cross Attention)。更
明確地，基於變形器的抽象式摘要法是以循
序的方式，一個字一個字依序的輸出，所以當
要產生第 y 個字符 wy 時，解碼器的輸入為
Y<y = {w1, w2, ..., wy−1}。同樣地，我們將每
一個字符轉換成向量表示法，並與位置向量相
加，形成 H0

dec = {h01, ...h0y−1}，再輸入進解碼

器中進行運算：

Ĥ l−1
dec = LN(H l−1

dec + SA(H l−1
dec ))

H̄ l−1
dec = LN(Ĥ l−1

dec + CA(HLenc
enc , Ĥ l−1

dec ))

H l
dec = LN(H̄ l−1

dec + FFN(H̄ l−1
dec ))

(4)

其中 CA 為交叉注意力機制。交叉注意力機
制與自注意力機制的運算方式完全相同（參
考式 2 與 3），差異僅在交叉注意力機制使用
Ĥ l−1

dec 產生運算時所需的查詢，而利用 HLenc
enc

產生鍵項與值項 (Vaswani et al., 2017)。這個
設計，使得模型在生成摘要時，不但可以基於
已經生成的字符序列資訊（即 Ĥ l−1

dec），也能夠
同時參考文章的資訊（即 HLenc

enc ）。最後，我
們使用負對數相似度作為抽象式摘要模型參數
訓練時的損失函數：

LMLE = −
|Y |∑

y=1

logP (wy|w<y, D) (5)

3.2 基於詞排名的抽象式摘要模型訓練法

在基於變形器的抽象式摘要模型架構下，自注
意力機制與交叉注意力機制在編碼器與解碼器
內扮演重要的角色。在編碼器中，自注意力機
制讓文章內的字符透過兩兩交互的比對計算，
總結出每一個字符的高層次語意向量表示法；
在解碼器內，自注意力機制探索著已經被解碼
出的字符序列內的語意內容，再搭配交叉注意
力機制，將文章的資訊與已被解碼的字符序列
一併考慮，決定接下來要再生成的摘要內容。
更進一步地，在交叉注意力機制的運算中，字
符與字符之間的關係，是以內積的方式進行
（參考式 3），因此字符向量表示法內每一個維
度” 值” 的大小，會直接地影響模型對某些字
符的關注度。也就是說，字符向量表示法的長
度越長（即每個維度的值較大），越可能讓模
型聚焦關注這個字符。因此，若能讓文章中關
鍵字的向量表示法長度較長，模型在生成摘要
時，就能讓模型自動地著重這些關鍵字，進而
生成品質更好的抽象式摘要結果。
有鑑於此，本研究提出一套基於詞排名的
抽象式摘要模型訓練法，期望摘要模型可以
自動地關注文章中可能的關鍵字，並以這些
關鍵字作為提示，生成品質更好、內容更精
準的抽象式摘要。為達此一目的，我們首先對
訓練資料集 D = {(D1, Y1), ..., (D|D|, Y|D|)} 中
的每一個摘要答案 Y 進行詞性標註 (Part-of-
speech Tagging)；接著，我們去掉詞性為連
接詞 (CC)、數字 (CD)、樣態輔助詞 (MD)、
限定詞 (DT)、介詞 (IN)、第三人稱單數現
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Figure 1: 基於詞排名的抽象式摘要模型訓練法之流程示意圖。以文章 D = {Mary and Alice go to school by bike.
On the way, Alice had an accident and was taken to the hospital.}和摘要 Y = {Alice was hospitalized while going
to school.}為例。在對摘要答案 Y 進行詞性標註與過濾後，留下了 {Alice, hospitalized, going, school}四個字，因
為 Alice 與 school 有在文章中出現，所以這篇文章中的候選關鍵字依序為 C = {Alice, school, Alice}，即 N = 3；
接著，若我們選取長度最長的 2 個字符，也就是將 K 設為 2，可以得到 C2 = {school, Alice} 和 D2 = {bike,
Alice}，也可以計算他們的差集 C2 \D2 = {school}，而 D2 \ C2 = {bike}。

在式動詞 (VBZ)，以及英文中的特殊介詞
to(TO)、wh 開頭之副詞 (WRB)、wh 開頭之
代名詞 (WP)、wh開頭之定冠詞 (WDT)、wh
開頭之所有格 (WP$)，並且將停用詞（Stop
Word）也一併濾除；最後，剩下的字符如果
有在對應的文章 D 中出現，我們則將文章內
這些字符視為候選關鍵字 C = {wC

1 , ..., w
C
N}。

值得注意的是，候選關鍵字個數 N 必將小於
等於文章 D 的長度 |D|，並且 C 內可能出現
重複的字符。相關過程如圖1所示。
文章 D 在經過編碼器的處理後，每
一個字符有其對應的向量表示法 E =
{ew1 , ..., ew|D|}，因此我們可以為每一個字符
計算其向量表示法長度，也可獲得每一個
候選關鍵字的向量長度。根據向量表示法
的長度，我們在候選關鍵字中選取前 K 大
的字符 CK = {wCK

1 , ..., wCK

K }，也在文章中
挑選向量表示法長度最長的前 K 個字符
DK = {wDK

1 , ..., wDK

K }。DK 表示當前模型，
在交叉注意力機制下將會較為關注的前 K 個
字符，而 CK 則為我們認為交叉注意力機制
較應關注的前 K 個關鍵字。換句話說，我們
希望 CK 與 DK 盡量全等，也就是希望模型
在產生抽象式摘要時，參考的關鍵字與我們所
選定的候選關鍵字應該一致。因此，訓練時的
損失函數定義為：

LWR = max(0, Ŝ − S̄ +margin) (6)

Ŝ =
∑

wi∈DK\CK

|ewi |
|DK \ CK | (7)

S̄ =
∑

wi∈CK\DK

|ewi |
|CK \DK | (8)

margin = |DK \ CK | ∗ |D|
N ∗ √dmodel

(9)

其中，DK \CK 代表集合 DK 與 CK 的差集，
|DK \CK |表示差集內的元素個數，|ewi |表示
字符向量 ewi 的長度。值得一提的是，|DK \
CK | 與 |CK \DK | 並定是相等的；margin 代
表一個容忍值，其值的大小取決於差集的大
小、文章中候選關鍵字數 N、選取的關鍵字
數 K 以及字符的向量表示法維度 dmodel。最
終，我們結合傳統抽象式摘要模型的訓練目標
與基於詞排名的損失函數，作為模型參數更新
的依歸：

L = LMLE + LWR (10)

在測試階段，當給定一篇欲摘要的文章後，編
碼器會為文章內每一個字符生成一個向量表示
法，我們可以藉由計算向量表示法的長度，獲
得文章中可能的關鍵字。藉由解碼器，摘要模
型能為這篇文章產生基於關鍵字提示的抽象式
摘要。因此，在測試階段，我們不須對文章進
行詞性標注，模型將自動地為可能的關鍵字產
生長度較長的向量表示法，並藉此讓摘要在生
成時，可以偏重這些可能的關鍵字。最後，值
得強調的是，這套基於詞排名的抽象式摘要模
型訓練法可與現有各式基於變形器的抽象式摘
要模型相結合，極具延展性。

4 實驗

4.1 實驗設定

4.1.1 資料集

在本研究中，我們使用 CNN / Daily Mail
News Summarization Dataset (CNNDM1)

1https://cs.nyu.edu/~kcho/DMQA/
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CNNDM XSUM
R-1 R-2 R-L R-1 R-2 R-L

Naïve Transformer 40.88 17.88 37.80 28.38 9.20 22.60
Naïve Transformer + WordRank 41.09 18.16 38.02 29.47 10.03 23.54
PEGASUS (Zhang et al., 2020) 44.17 21.47 41.11 47.21 24.56 39.25
PEGASUS our 44.20 21.35 41.03 47.21 24.36 39.01
PEGASUS + WordRank 44.28 21.48 41.14 47.34 24.49 39.18
BART (Lewis et al., 2020) 44.16 21.28 40.90 45.14 22.27 37.25
BART our 44.29 21.26 41.05 45.08 22.07 36.83
BART + WordRank 44.55 21.55 41.38 45.25 22.24 37.07

Table 1: PEGASUS 與 BART 在 CNNDM 與 XSUM 資料集的抽象式摘要實驗結果。

(Hermann et al., 2015)與 Extreme Summariza-
tion Dataset (XSUM2) (Narayan et al., 2018)
來驗證我們所提出的基於關鍵字提示之抽象式
摘要模型訓練法。CNNDM 是由有線電視新
聞網（Cable News Network, CNN）和每日郵
報（Daily Mail）的新聞文章所組成，我們按
造傳統的做法，將新聞文章視為摘要文件，而
亮點 (Highlight) 則做為該篇文章的抽象式摘
要解答 (Nallapati et al., 2016)。XSUM 是以
英國廣播公司（British Broadcasting Corpora-
tion, BBC）的新聞文章所做成的資料集，相
較於 CNNDM，XSUM 的摘要解答通常僅有
一句，並且與文章的用字遣詞差異較大，是
屬” 高度抽象” 的摘要資料集。
本研究採用 ROUGE（Recall-Oriented Un-

derstudy for Gisting Evaluation）(Lin, 2004)
作為衡量文件摘要效果的評估方法。ROUGE
是一種常用於自然語言處理領域的評估方
法，特別用於衡量自動摘要系統生成的摘要
與人工撰寫的參考摘要之間的相似度和品質。
ROUGE 分數是藉由計算生成的摘要與參考摘
要之間重疊的單位元素（例如字母、單詞、詞
組）來量化他們的相似程度。其基本概念是，
一個好的自動摘要應該涵蓋參考摘要中的關
鍵訊息，並且在使用不同的單位元素進行比
較時，皆能保持一定的相似性。由於 ROUGE
採用了單位元素比對的方式，避免了涉及語
句邊界定義的問題，因此在文件摘要任務中
具有廣泛的適用性。特別是在多份摘要結果
需要評估的情況下，ROUGE 能夠有效且快速
地提供客觀的評價依據。在本研究中，我們採
用了 ROUGE-1（Unigram, R-1）、ROUGE-2
（Bigram, R-2）以及 ROUGE-L（Longest Com-

mon Subsequence, R-L）這三種常用的指標。
ROUGE-1 用於衡量自動生成摘要的資訊量，
ROUGE-2 則關注於評估摘要的流暢性，而
ROUGE-L 則著重考慮最長的共同子序列。藉

2https://github.com/EdinburghNLP/XSum

由綜合考慮這些指標，我們能夠更全面地評估
自動摘要系統在資訊涵蓋、語法連貫性以及核
心內容保持等方面的性能表現。

4.1.2 模型架構

由於基於詞排名的抽象式摘要模型訓練法可以
與各式基於變形器的摘要模型相結合，因此我
們選擇當前極具代表性的 PEGASUS(Zhang
et al., 2020) 與 BART(Lewis et al., 2020)，
兩種不同的預訓練抽象式摘要模型為基礎，
以及完全初始化參數的 Transformer(Vaswani
et al., 2017)，Transformer 的層數、輸入長
度以及其餘設定與 BART 模型一致，我們
比較加入本研究提出的訓練法後，是否可以
有效地增進摘要的成果，以驗證我們方法的
有效性。預訓練的 PEGASUS3與 BART4都
是源自於 Transformers Library(Wolf et al.,
2020)。在訓練時，優化器為 Adam (Kingma
and Ba, 2015)，而計算 LMLE 時，會先採用
label smoothing (Szegedy et al., 2016) 的技術
來軟化目標分布再進行運算，軟化係數設定為
0.1，學習率設定為 2×10−3 min(step−0.5, step·
warmup−1.5)，其中的熱身步驟 warmup 設定
為 500，step 表示更新步數。在基於詞排名的
抽象式摘要模型訓練法中，我們將目標關鍵
字個數 K 設定為所有由文章中挑選出來的候
選關鍵字，即 K = N(參考章節 3.2)，因此
K 會是一個變數，不是一個固定值。實驗所
採用的圖形運算單元 (GPU) 為 1 張 NVIDIA
GeForce RTX 3090；在 CNNDM 資料集上，
訓練 1 次迭代 (Epoch) 約需 12 小時，而在
XSUM 資料裡，1 次迭代約需 7 小時，我們
在 CNNDM 中運行 2 個迭代，XSUM 則為 5
個，皆用預訓練後的參數進行比較，而 Trans-
former在 CNNDM中運行 14個迭代，XSUM

3https://google/pegasus-xsum and
https://sshleifer/pegasus-cnn-ft-v2

4https://facebook/bart-large-cnn and
https://facebook/bart-large-xsum
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則為 23 個。

4.2 實驗結果

4.2.1 抽象式文件摘要

在第一組實驗裡，我們首先比較 PEGASUS
與 BART 模型於抽象式摘要的基礎結果，相
關結果如表1所示。除了我們重現的 PEGA-
SUS 與 BART 於摘要任務的成果外，原始
論文的相關數據亦呈現於表1中，我們可以發
現，本研究的重現成果與原始成績均在伯仲之
間，這顯示我們的基礎系統是可靠且合理的。
在這些基礎摘要模型之上，我們加入了本研
究提出之基於詞排名的抽象式摘要模型訓練
法 (WordRank)，相關結果同樣展示於表1中。
根據實驗結果，藉由這套訓練法，不論是 PE-
GASUS 或 BART 模型，都能在抽象式摘要
任務上取得亮眼的進步。這個結果顯示，本研
究提出的抽象式摘要模型訓練法，不僅確實能
夠在摘要產生時，提供給解碼器額外的關鍵字
提示，使得最終的摘要結果更好，也展示了這
個訓練方法，確實能夠與不同的抽象式摘要模
型相結合，並取得更進步的成績！

4.2.2 關鍵字預測

接著，我們進一步地探究模型是否具備自動標
示出文章內關鍵字的能力。在這組實驗中，我
們以 CNNDM 內的測試集為例，利用文章所
對應的摘要答案，透過詞性標註與過濾，為每
一篇文章標示出一組候選關鍵字（詳細作法請
參閱章節 3.2）。接著，我們將文章輸入摘要模
型的編碼器，以獲得到每一個字符的向量表示
法。藉由向量表示法的長度，即能挑選出文章
中可能的關鍵字！因此，在實驗裡，我們計算
向量長度最長的前 3、5、10 個字符中，有多
少比例是屬於候選關鍵字 (即 Precision@3、
@5 與 @10)，來評估摘要模型對於關鍵字預測
的準確性，相關實驗結果如表2所示。首先，
根據實驗結果可以發現，在利用基於詞排名
的抽象式摘要模型訓練法後，PEGASUS 與
BART 模型皆能在關鍵字預測的實驗裡有大
幅度的精準度提升。此一結果不僅說明本研究
提出之訓練法確實可以做為關鍵字預測之用，
同時也說明了因為關鍵字所對應的字符向量確
實被加長了，因此抽象式摘要模型中的交叉注
意力機制更能關注在這些可能的關鍵字上，使
得摘要的成果如同期待地提升了！
此外，我們亦將這些結果與基於 BERT 的
關鍵字預測模型相比較 (Gehrmann et al.,
2018; He et al., 2022)，相關結果同樣呈現於
表2。BERTbase 與 BERTlarge 分別代表使用
12 與 24 層的變形器模型之大型預訓練語言模
型。在預訓練模型之上，我們先使用訓練集進

top3 top5 top10
BERTbase 72.76% 66.49% 56.43%
BERTlarge 73.30% 67.70% 57.86%
Naïve Transformer 26.48% 25.91% 22.27%
BART 9.84% 9.76% 9.77%
PEGASUS 11.67% 11.60% 11.37%
Naïve Transformer + WordRank 62.37% 56.77% 45.82%
BART + WordRank 73.80% 67.09% 56.48%
PEGASUS + WordRank 75.22% 68.60% 57.55%

Table 2: 關鍵字預測之實驗結果。

top3 top5 top10
epoch5 33.81% 32.54% 29.96%
epoch8 32.15% 31.18% 28.85%
epoch11 28.83% 28.27% 26.58%
epoch14 26.48% 25.91% 22.27%

Table 3: Naïve Transformer 迭代的關鍵字預測結果比
較。

行關鍵字預測的下游任務微調 (Finetune)，訓
練目標是為每一個輸入的字符進行二元分類，
判斷是否為關鍵字。由實驗結果可以發現，各
式使用基於詞排名的抽象式摘要模型訓練法訓
練而得的模型 (即 PEGASUS+WordRank 與
BART+WordRank)，其關鍵字預測的成績與
單純的關鍵字預測模型不相上下，甚至 PE-
GASUS+WordRank 的任務成效超越了參數
量近乎是其兩倍的 BERTlarge。這組實驗結果
令人十分驚艷，因為本研究提出之基於詞排名
的抽象式摘要模型訓練法，確實可以同時將關
鍵字預測與抽象式摘要融合為一，並且在這兩
個任務上皆能獲得很好的成果。

4.2.3 Naïve Transformer 關鍵字預測結
果分析

在表2中可以看出，Naïve Transformer 的 top
K 預測結果比 BART , PEGASUS 兩預訓練
模型還要高，我們認為是因為模型在訓練前
後期的行為不一樣導致的，我們為此做進一步
的分析，如表3，我們打印不同迭代中 Naïve
Transformer 的 top K 結果，可以看出模型在
迭代越往前的分數反而更高，越訓練後的分
數反而越低，而這樣的結果也類似於 (Goyal
et al., 2022) 所說的，在微調階段，模型在訓
練前期學習的分布會比較平均，但隨著訓練
時間增加，參數會越來越去擬和那些簡單的詞
彙，如暫停詞或是一些常用的詞彙。當模型越
看重這些詞彙，其代表向量長度就越長，進而
導致 Naïve Transformer 的 top k 比兩預訓練
模型高，我們也認為在更長時間的練後，當字
詞的擬和收斂時，其分數會接近兩預訓練模型
的結果。
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CASED UNCASED
R1 R2 RL R1 R2 RL

Naïve Transformer 40.88 17.88 37.47 40.12 16.94 36.54
Naïve Transformer + WordRank 41.09 18.16 38.02 40.48 17.45 37.00
PEGASUS 44.20 21.35 41.03 43.81 21.06 40.41
PEGASUS + WordRank 44.28 21.48 41.14 43.94 21.18 40.54
BART 44.29 21.26 41.05 44.34 21.33 40.70
BART + WordRank 44.55 21.55 41.38 44.50 21.49 41.33

Table 4: 大小寫資訊對摘要任務的影響之實驗結果以 CNNDM 為例。

4.2.4 大小寫資訊的影響

在英文文章內，字首大寫的單字通常有其特
別之處，像是專有名詞、稱謂等等，而這些
特殊詞彙通常在文章中扮演著重要的角色。
因此，在這組實驗中，我們將探討英文文件
中大小寫對於抽象式摘要任務的成效影響。
同樣以 CNNDM 資料集為例，將文章內所有
字母轉成小寫，之後再對模型進行訓練與測
試，相關實驗如表4所示。實驗結果與我們的
想像十分接近，將文章中的字母全部轉成小寫
後 (UNCASED)，一些重要的資訊因此被抹除
了，所以與使用原始文章 (即保留著大寫字母,
CASED) 的結果相比，多數的實驗成績皆呈
現下降的情況。值得一提的是，雖然沒有大寫
文字的資訊，但若使用本研究提出的摘要模型
訓練法，仍舊可以取得不小的進步。

4.2.5 字符向量長度之變化

在最後一組實驗裡，我們隨機從測試資
料集中挑選一篇文章，並以 BART 與
BART+WordRank 模型為例，比較文章內每
一個字符在使用基於詞排名的摘要模型訓練
法前後，字符向量表示法長度的變化，相關
結果如圖2所示。由結果可知，候選關鍵字在
BART+WordRank 模型中，似乎都能有長度
較長的向量表示法，在 BART 模型裡，雖然
字符與字符間，向量表示法的長度差異似乎較
為明顯，但也可發現許多候選關鍵字的長度是
相對較短的。因此，這組實驗驗證了基於詞排
名的摘要模型訓練法，可以盡可能地讓關鍵字
的向量表示法長度變長，進而影響最終的摘要
任務成效。

5 結論

本研究提出一套基於詞排名的抽象式文件摘要
模型訓練法，旨於將關鍵字預測與抽象式文件
摘要融合為一，期望在關鍵字的引導下，能讓
抽象式文件摘要內容更精準。此外，這套訓練
法可以與各式基於變形器的抽象式摘要模型相
結合，極具彈性與泛化能力。一系列的實驗顯
示，本研究提出的方法，在抽象式摘要與關鍵

字預測的任務中，皆能展現很好的成果。在未
來，我們將持續精進此一摘要模型訓練法，並
將其概念與方法運用於其他自然語言處理相關
的任務之中，諸如抽取式文件摘要、資訊檢索
與機器翻譯等。
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Figure 2: 文章內每一個字符之向量表示法長度圖。左圖為使用 BART 模型之結果，右圖則為使用
BART+WordRank 模型之結果，紅色代表該字符為候選關鍵字。
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