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摘要

英語逐漸作為許多國家的第二語言 (En-
glish as a Second Language, ESL) ，同時
也帶動電腦輔助語言學習的發展，近年來
又以發展自動口語評測較為熱門。然而，
英語口語能力評測的過程需要耗費許多人
力，也相當費時。因此，建立出一套自動
英語口語評分的方法不但能節省人力、時
間，亦能提供更加一致的評估標準。本研
究中我們使用公開資料集 ICNALE，建構
一套融合 BERT 和 Wav2vec 2.0 模型來
進行自動英語口說能力分級。研究結果
顯示，整合文字與語音的模型表現優於
以人工轉錄訓練的 BERT 模型和單獨的
Wav2vec 2.0 模型。

Abstract
Due to the increasing popularity of En-
glish as a second language, there has been
a growing interest in developing Compute-
assisted Language Learning (CALL) appli-
cations that focus on automated assess-
ing of spoken language proficiency. In
the past, evaluating English speaking pro-
ficiency has been a time-consuming and
labor-intensive process. Therefore, devel-
oping an efficient method for automated
grading can establish consistent evalua-
tion standards in a more timely and cost-
effective manner. In this study, we explore
the fusion of BERT and Wave2vec2.0 mod-
eling strategies to assess holistic English
speaking proficiency scores, withe an exten-
sive set of experiments conducted on the
publicly available ICNALE dataset. The
experimental results indicate the superior-
ity of our approach in relation to the exist-
ing baselines.

關鍵字：自動發音檢測、英語能力分級、多
模態系統

Keywords: Automatic assessment of spo-
ken language proficiency, Compute-assisted
language learning, Multi-modal system

1 緒論

隨著全球化的影響，參加標準化英語測驗的
受試者與日俱增，再加上新冠肺炎的影響之
下，對於線上教育的需求大幅提升，也逐步
推動語言學習輔助工具 (Computer-Assisted
Language Learning, CALL) 相關研究的增長，
早期電腦語言學習工具，主要以輔助發音訓
練 (Computer-Assisted Pronunciation Train-
ing, CAPT) 最為熱門。在題目以朗讀為主的
口說練習中，受試者會先根據語言學習工具
所提供的文本提示 (prompt) 進行朗讀，並透
過自動語音辨識 (Automatic Speech Recogni-
tion, ASR) 檢視受試者的音素序列 (Phoneme
Sequence) ，再與系統中母語者的規範音素
(canonical phone) 進行比對，以提供語者發音
正確與否的回饋。近年來，有許多學者投入到
基於第二外語受試者的口說評測研究，相較
於先前的發音評測，考慮重音、韻律、流暢程
度，口說評測不僅需要涵蓋到發音，更需要考
慮用字遣詞、文法以及內容等部分。

在過去對於整體面向或是單一面向的口說評
測方法，多半使用由人工收集或製作的特徵，
而人工所製作的特徵有很大的程度仰賴當時
的基本假設，並且可能會遺漏部分的重要面
向。針對整體面向的評測問題，目前已能透過
端對端系統 (Chen et al., 2018)，或是多階段
模型的方法 (Cheng et al., 2020)，以自動生成
特徵來代替人工製作的特徵。在發展第二外語
受試者的自動口說評測中，過去的模型會先使
用 ASR 技術將受試者的回答轉換成文字，其
中包含識別音素、音節、單詞和聲學特徵等元
素，並將這些元素進行強制對齊，以提取出相
關的特徵。識別後的詞序列接著會被輸入到自
然語言處理模塊，以生成與詞彙、語法、內容
和結構相關的特徵。上述特徵皆經由人工標記
過後，用於訓練口說評測模型，以預測等級。

先前提到的整體口說評測研究中，模型除了
考慮原本的輸入資料，還包括了特定面向的資
訊，如：發音、韻律、文字等資訊，然而，即
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便這些資訊有助於發展出特定面向的模型，但
仍然局限於人工可以標記的資訊範圍。此外，
使用 ASR 轉錄的資訊同樣存在風險，ASR
本身具有部分的詞錯率 (Word Error Rate)，
因此無法完整捕捉受試者的回答內容。儘管
ASR 可以提供部分發音的訊息，但仍無法提
供其他重要面向的資訊，例如：語調、節奏、
情感等，而這些資訊對 CALL 是重要的依據。
為 了 解 決 先 前 提 到 的 問 題， 本 研 究
使用基於 BERT(Baevski et al., 2018) 和
Wav2vec2.0(Baevski et al., 2020) 的自我監督
式學習 (Self-supervised Learning, SSL) 表示
法來進行實驗。最近的研究指出，自我監督
式學習能夠有效的處理語音的下游任務，例
如 ASR、關鍵詞偵測、語者識別等領域。在
這些研究中，多半使用預訓練模型的上下文
表示法 (contextual representation)，並已證
實這些預訓練模型能夠從不同語言水平的語
者（如：L1, L2）中，提取出流暢度、發音、
句法，甚至語意特徵。(Tsai et al., 2022) 在電
腦輔助語言學習領域中，自我監督學習的表
示法目前已成功被應用於發音錯誤檢測和發
音診斷 (Peng et al., 2021)，以及自動發音評
估 (Kim et al., 2022)。此外，BERT的預訓練
模型在自動文章評分或文章可讀性 (Deutsch
et al., 2020)(Martinc et al., 2021) 等研究中展
現出卓越的效果，特別是在捕捉文章的語言特
徵方面，例如語義、詞彙和文章上下文的一致
性等。
在 (Stefano Bannò, 2022) 中，作者運用

BERT 和 Wav2vec2.0 兩個預訓練模型進行
英語口說評測的實驗，研究發現 Wav2vec2.0
在公開語料集 ICNALE 上的表現達到 77.8%
的準確率。受此研究之啟發，我們進一步比較
與延伸此方法。為了方便進行分析與比較，本
研究選擇在相同的公開語料集 ICNALE 上進
行實驗，該數據集包含五個不同等級的標籤
資訊，並以歐洲通用語言參考框架 (Common
European Framework of Reference for Lan-
guage, CEFR)作為評估標準，基於上述背景，
我們進一步提出了融合 BERT 和 Wav2vec2.0
的自動口說評測架構，整合文字與語音的資
訊，有效將英語口說表現分級。

2 預訓練模型 (Pre-trained Model)

2.1 Wav2vec2.0 模型
Wav2vec2.0為 Facebook AI於 2020所開發的
自我監督預訓練模型。(Baevski et al., 2020)。
其中包含三個模塊，特徵編碼器 (feature en-
coder)f : X 7→ Z，上下文變換器 (contextual
block transformer block)，g : Z 7→ C 還有量

化模塊 (quantization block)Z 7→ Q。目標是
將語音數據轉換成有意義的向量或表示法。如
圖 1 所示。

圖 1. Wav2vec2.0 架構圖

特徵編碼器是由多層一維卷積塊組成，原
始輸入 X 經過批量正則化（Batch Normaliza-
tion）和 GELU 激活函數標準化後，將其編
碼成局部特徵表示，Z = f(x)。接著，這些
大小為 ZT×768 的特徵表示，將被送入到 con-
textual transformer 模組，以學習上下文的語
音表示，C = g(Z)。同時，特徵表示 Z 也會
傳入到由兩個編碼書 (codebook) 所組成的量
化模塊。由於每個編碼書共有 320 種可能項
目，對於每個 Z 中的向量表示，zi ∈ Z，經
由公式 (1) 後，會形成一個大小為 R2×320 的
logit，並透過連接每個編碼書的相應項目，經
過線性轉換後，生成出局部特徵編碼器表示
zi ∈ Z 的量化向量 qi。

pg,v =
exp(lg, v + ηv/τ)

ΣV
k=1exp(lg, v + ηv/τ)

(1)

其中，l 代表 logit，v 代表第 v 個編碼書項
目，g 是編碼書群組，η = −log(−log(u)) 其
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中 u 是從 U(0, 1) 均勻抽樣的樣本，而 τ 則是
控制隨機性的參數。
模型的訓練方法以自我監督的方式進行預
訓練。此方法和遮罩語言模型類似，透過公式
(2) 隨機遮蔽某些時間點的特徵表示向量。訓
練目標是從一組K+1個干擾項 (distractors)，
重新生成量化的 q̃t，其中候選向量包含 qt 和
K 個 ∈ Q 的干擾項，而這些干擾項是由相同
語音片段的遮罩中均勻取樣而得到。

Lcont = −log
exp(sim(ct, qt)/τ

Σq̃∈Qexp(sim(ct, qt)/τ
(2)

Wav2vec2.0 的自我監督學習模型先在 960
小時的 LibriSpeech 資料集上進行預訓練。作
為上游模型，Wav2vec2.0 預訓練模型在語音
處理方面表現卓越，在 (Fan et al., 2021) 中，
作者將 Wav2vec 應用於多任務學習，利用
Wav2vec2.0 作為音頻編碼器，以提取語者和
語言的特徵，其研究結果證明 Wav2vec 在語
者識別和語音辨識相關任務的有效性。同時，
在 (Pepino et al., 2021) 中，作者採用預訓練
的 Wav2vec2.0 模型來實現語音情感識別任
務，從而展示了預訓練的 Wav2vec2.0 模型也
能夠有效捕捉豐富的語音信息。

2.2 BERT 模型
BERT，全名為 Bidirectional Encoder Repre-
sentations from Transformers，是由 Google
於 2018 年所開發的預訓練語言模型，其架
構是由多層 Transformer 所建構，每層包含多
頭自注意力 (Multi-head self-attention) 和殘
差連接 (Residual connection) 的全連接子層。
BERT預訓練過程使用遮罩語言模型（Masked
Language Model，MLM）和下一句預測 (Next
Sentence Prediction, NSP) 進行實驗。該模
型在 BooksCorpus（800M 單詞）(Zhu et al.,
2015) 和英文維基百科上 (2,500M 單詞) 進行
了預訓練，資料集涵蓋各種主題和領域，提供
廣泛的語言模式和上下文信息。經由上述方法
的訓練後，BERT 預訓練模型得以學習到豐
富的表示法，而經過微調 (fine-tuning) 後的
預訓練模型，在其他自然語言處理任務上均能
獲得不錯的效果，例如：文本分類、命名實體
識別、影像生成 (Niki Parmar, 2018)、機器翻
譯、問答 (Dehghani et al., 2019)、語言理解。
相比於傳統的模型，BERT 有四項特點，
一、遮罩語言模型（Masked Language Model，
MLM）：BERT 使用遮罩語言模型來進行預訓
練。在預訓練過程中，它隨機地將輸入文本
中的一些單詞遮蔽，並使用特殊符號 [MASK]
替換，目標是讓模型能夠預測被遮蔽的單詞，

Sentence
It is [MASK1] to [MASK2] that
Label
[MASK1] = important; [MASK2] = say

表 1. 遮罩語言預測範例

Sentence
[CLS]The weather is nice today. [SEP]
Let’s go to the park. [SEP]
Label
IsNext
Sentence
[CLS] The weather is nice today. [SEP]
I love to read books. [SEP]
Label
NotNext

表 2. 下一句模型預測範例

參見表 1，使得 BERT 能夠學習到詞彙之間
的上下文關係，並具有更好的語義理解能力。
二、下一句預測：模型會根據給定的文本序
列，預測下一句話。在進行預測時，輸入資料
通常會是兩句帶有特殊分隔符的文本，模型會
對這個文本進行預測，並判斷句子 1 是否為
句子 2 的接續句。若是，標記為 1(IsNext)，
反之，則標記為 0(NotNext)，參見表 2。訓
練數據中的正樣本為真正的接續句，而負樣
本則是隨機或是不相關的句子。三、雙向連接
模型，與傳統的由左到右或由右到左的單向語
言模型，BERT 使用雙向的 Transformer 編碼
器，能夠同時考慮一個詞左右兩側的單詞，模
型不只能夠考慮到單詞的特性，也能考慮到
前後文，捕捉詞彙之間的關係。四、單詞片段
(WordPiece Embedding) (Yonghui Wu, 2016)
分詞：BERT 使用單詞片段分詞技術對單詞
進行拆分，形成更精細的單詞表示。例如：假
設有三個英文單字，play, playing, player，模
型會將這些詞切分成基本形式和其對應的後綴
（suffix）。例如，“play”會被拆分成基本形式
“play”以及後綴“ing”或“er”。此方法使得

BERT 能夠更好地處理未知單詞和罕見單詞，
並能夠更好地理解單詞的上下文。
此外，BERT 的輸入標記由三個部分相加
而形成，如圖 2 所示。一、標記嵌入 (To-
ken Embedding)，目的是將每個字符轉換成
固定的維度向量表示。二、位置嵌入 (Posi-
tion Embedding)，表示每個字符的位置資訊。
三、分段嵌入 (Type Embedding)，將文本信
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息分割，用來表示不同的樣本。每個文字訊息
中各自的標記，皆會被送入 BERT 的標記嵌
入層、位置嵌入層和分段嵌入層，分別得到向
量 V1, V2 和 V3，最後將這三項加起來，輸
入到 BERT 模型中。

圖 2. BERT 輸入表示示意圖

3 模型架構

3.1 BERT 評分器
圖 3 為三個評分器的模型架構圖。在進行
BERT 評分器的實驗中（圖3中的 a），我們
使用 HuggingFace Transformer Library(Wolf
et al., 2020)1所提供的預訓練模型，將一連串
的標記 (Token)進行嵌入。我們使用的公開語
料集已包括人工音檔轉錄的結果，因此可將受
試者回答的文字內容作為輸入，並將其傳遞到
BERT的編碼器層。在分類過程中，取用最後
的 [CLS]的隱藏狀態，並將其輸入到多層感知
器（Multi-perceptron layer）進行分類。在訓
練過程中，我們會固定 (Freeze)BERT 模型，
使模型無法進行參數更新。

3.2 Wav2vec2.0 評分器
在 Wav2vec2.0 中（圖3中的 b），語音訊息
透過多層卷積神經網路 (Convolution Neural
Network, CNN) 進行編碼，並對生成的潛在
表示法進行遮罩，輸入到 Transformer 中以建
立表示法。訓練模型的過程中，使用 Gum-
bel Softmax 計算對比損失。本實驗，使用
HuggingFace Transformer Library(Wolf et al.,
2020)2所提供的預訓練模型來初始化模型的配
置跟音訊的前處理。受試者的回答輸入到模
型後，Wav2vec2.0 會生成對應的表示法。為
了處理不同長度的音訊，我們採用平均池化方
法，將原本大小為 3 維的向量 (即批次大小、
長度和隱藏層數) 轉換為 2 維向量（批次大
小、隱藏層數），最後再經過多層感知器得到
該類別的等級。和 BERT 評分器相同，訓練
過程中，我們也會固定住Wav2vec 模型參數，
使其在訓練過程中不被更新。

1huggingface.co/bert-base-uncased
2huggingface.co/facebook/Wav2vec2-base

3.3 融合 BERT 與 Wav2vec2.0 評分器
本實驗除了分別使用專門針對文字和語音的模
型進行評估之外，更進一步探討整合兩種模型
的方法，以評估同時考慮文字和語音資訊對英
語口語評測的有效性，參見圖3中的 c。為此，
我們先將 BERT 評分器和 Wav2vec2.0 評分
器各自的輸出結果透過線性組合的方式整合，
再輸入到多層感知器進行分類。透過上述的整
合，過程不僅能平衡文字和語音資訊的相對重
要性，更可以彌補單ㄧ模型的限制，從而得到
精確的綜合評分結果。

4 實驗設定

4.1 資料集

本次實驗所使用的資料集，為國際亞洲英語受
試者語料庫 (ICNALE)(shikawa, 2023)的公開
語料集，語料集使用的評分框架基於歐洲語言
參考框架（CEFR），包含了從 A2 到 B2 的
受試者，與部分母語人士。受試者國籍涵蓋
中國、香港、印度尼西亞、日本、南韓、巴基
斯坦、菲律賓、新加坡、泰國和台灣。受試者
CEFR 等級評估方法，主要基於受試者最初
參與的詞彙量測驗表現。同時，也會收集他們
在托福、多益、雅思等國際認可的英語能力測
試中的成績。綜合評估方法不僅強調多元的評
估策略，也能反映了受試者在不同英語能力方
面的表現，以利評估受試者的 CEFR 等級。
語料庫的口說分為兩個部分，獨白和對話，
在本次的實驗中，只使用到獨白的部分，語料
總共有 4332 個回答，每個回答的答題時間介
於 36 秒到 69 秒之間。題目內容，請受試者
闡述他們認為打工的重要性以及對於在餐廳裡
吸菸有什麼看法。為了與基線方法比較時，能
保持一致性，在數據集的切分上參考了基線所
使用的資料切割方式 (Stefano Bannò, 2022)。
數據集中，訓練集共包含 3898 個回答，而開
發集和測試集則各有 217 個回答。資料被劃
分為五個類別，分別為 A2、B1-1、B1-2、B2
以及母語者等級 (NS)。詳細的標籤分布參見
表 3。

Train Dev Test Total
A2 299 16 17 332
B1_1 792 44 44 880
B1_2 1681 94 93 1868
B2 586 33 33 652
Native(NS) 540 30 30 600
Total 3898 217 217 4332

表 3. ICNALE 語料集分佈
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圖 3. 本研究使用的三種模型：a) BERT-based 評分器, b) Wav2vec2-based 評分器, c) 融合 BERT 和
Wav2vec2 評分器

Epochs Learning
Rate Dropout

BERT 600 5e-5 -
Wav2vec2 8 1e-5 0.2
BERT+
Wav2vec2 8 1e-5 0.1

表 4. 三個評分器的超參數配置

4.2 任務評估指標

在口說評測的分類任務中，我們使用準確率與
Weight F1 作為評估指標。準確率 (Accuracy)
可以了解模型在整個資料集上正確的分類表
現。Weighted F1 能更全面地評估模型性能，
即使資料呈現不平衡的狀態，也能夠兼顧模型
在每個類別的表現。計算方式如下：

Accuracy =
TP + TN

Total Number of Samples
(3)

precision =
TP

TP + FP
(4)

recall =
TP

TP + FN
(5)

F1 = 2× precision× recall

precision+ recall
(6)

Weighted F1 =

∑N
i=1wi · F1i∑N

i=1wi

(7)

其中 TP、TN、FP、FN 分別代表四種可
能的預測情況：True Positive(TP) 將正確預
測為正確；True Negative(TN) 將錯誤預測為
錯誤；False Positive(FP) 將錯誤預測為正確；
False Negative(FN) 將正確預測為錯誤。

4.3 實驗設定

本研究為多類別分類任務，考量到模型間的
輸入資料類型不同，因此我們對不同評分器使
用了不同的實驗設定，請參見表 4。在 BERT
評分器的架構中，首先得到 BERT 的表示法，
並將其輸入到由三個具有 768 個神經元和三
個具有 128 個神經元的全連接層，再輸入到
輸出層。其中，輸出層包含 5 個神經元並使
用 softmax作為激活函數。訓練過程中，損失
函數使用交叉熵 (Cross-Entropy) 訓練最小誤
差，並使用 AdamW 作為優化器。此外，批
次大小設為 256，學習率設定為 5e-5，最大序
列長度限制為 256，整個訓練過程共進行 600
次迭代。

Wav2vec2.0 評分器在獲得 Wav2vec2 的表
示法後，將其輸入到由 768 個神經元組成的
全連接層，隨後連接到 5 個神經元的輸出層，
並使用 softmax 作為激活函數。訓練過程中，
使用交叉熵作為損失函數，並使用 AdmaW
作為模型的優化器，其他訓練參數包括，批
次大小設為 4，梯度累積步數為 2，丟失率
（dropout）設為 0.2，學習率為 1e-5，並進行
總共 8 次的迭代。
在融合 BERT與Wav2vec2.0評分器中，首
先獲得經由 BERT 評分器以及 Wav2vec2 評
分器輸出的結果，並經過簡單的線性組合後，
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得到一個綜合的等級資訊，而這項結果將輸入
到由三個 768 神經元的全連接層和 5 個神經
元的輸出層。訓練階段同樣使用交叉熵作為損
失函數，以 AdamW 為優化器，並設定批次
大小 4，梯度累積步數 4，丟失率 0.1，學習
率 1e-5，共進行 8 次迭代。

圖 4. BERT 評分器

圖 5. Wav2vec2.0 評分器

圖 6. 融合 BERT 和 Wav2vec2 評分器

4.4 實驗結果與討論

本研究與基線模型進行比較 (Stefano Bannò,
2022)。在實驗設定上，除了部分超參數和
Wav2vec2.0 的預訓練模型之外，微調方法基
本相同。根據表5的結果，我們提出的整合文
字與語音資訊的方法達到了 88.9% 的準確率，
明顯高於原本的方法。
我們在 ICNALE 的資料集上共嘗試三
次實驗，建立三個評分器，分別是 BERT
評分器，Wav2vec2 評分器以及融合 BERT
和 Wav2vec2 評分器。表5顯示，單獨的
Wav2vec2 評分器在準確率、Weight F1、Mi-
cro F1 和 Macro F1 各方面均優於單獨的
BERT模型。然而，融合 BERT和Wav2vec2
的評分器在所有評估指標中，皆明顯高於其
他兩者，準確率達到 88.94%，表示模型的整
合方法能更全面地捕捉文字和語音信息，從
而獲得更準確且有效的評測結果。此外，透過
Macro F1和 Micro F1的比較，還可以看出融
合 BERT 和 Wav2vec2 的評分器不僅能考慮
到整體性，在不同的類別之間也達到了良好的
平衡。
圖 3、圖 4 和圖 5 呈現了三個評分器在每
個 CEFR 等級下的混淆矩陣。根據表6所呈現
的結果，不論在 BERT 評分器還是 Wav2vec2
評分器中，相較於 A2、B1-1、B1-2 和 B2，
模型在母語者 (NS) 的分類表現最佳。我們推
測是因為母語人士與中低程度的非母語英語受
試者之間存在明顯的英語水平差異。因此，模
型能夠捕捉到這種差異，並有效地對其進行分
類。另外，BERT 和 Wav2vec 模型中，分類
效果不佳可能與訓練資料中不同類別的數量差
異有關，資料不平衡會影響模型的區分能力。
例如，A2 與 B1-2 之間的訓練資料相差超過
1000 筆（參見表 3），導致 A1 類別在這兩種
模型中都難以被準確區分。
本研究提出融合文字和語音的模型，能有
效的處理上述的問題，在圖 6 的混淆矩陣中，
能夠看到明確的對角線，分隔出五個類別。儘
管在 A2、B1-1、B1-2 之間仍存在一些模糊的
區分，但是針對 A1 級別的受試者，本模型的
分類效果也明顯優於其他兩個模型，請參見表
6。展現出融合文字與語音對於單一資訊的模
型有一定的提升效果。

5 結論與未來展望

本研究提出了融合 BERT 和 Wav2vec2 評分
器模型，透過整合文字和語音特徵，以及簡單
的線性組合，彌補各自模型缺乏的部分特徵。
從 ICANLE 資料集的實驗結果證實，我們發
現融合 BERT 和 Wav2vec 的模型不僅結合了
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Accuracy(%) Weighted F1 Micro F1 Macro F1
BERT 53.45 0.53 0.51 0.54
Wav2vec2 77.88 0.77 0.72 0.78
BERT + Wav2vec2 88.94 0.88 0.87 0.89

表 5. 三個評分器的分類表現

Precision A2 B1-1 B1-2 B2 NS
BERT 0.40 0.31 0.57 0.54 0.92
Wav2vec2 0.56 0.77 0.76 0.72 0.97
BERT + Wav2vec2 0.85 0.80 0.91 0.87 0.97

表 6. 三個評分器的在各個標籤之精確率比較

兩項重要特徵，在效能方面也展現出超越了單
一模型的表現。本研究僅是對於英語口說評測
的初步實驗，未來將繼續發展更加嚴謹的英語
口說評測模型，讓模型更趨完善。
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