
 

 
 

摘要 

閱讀是獲得知識的重要方式之一。學

者指出，為了促進閱讀的成效，提供

難易適中的材料是非常重要的。若是

閱讀的材料太過簡單，讀者通常無法

在閱讀過程中獲得新知；反之，材料

若是太難，會造成讀者過重的認知負

擔，進而影響其學習成效。因此，給

予讀者適性閱讀的材料是一個重要的

議題。針對這個問題，有許多學者開

始研究可讀性模型，並發現「特徵選

取」（Feature Selection）被認為是一個

可以提升可讀性模型準確率的重要方

式。然而，各種特徵選取演算法和分

類器（Classifier）之間的交互作用在過

去的研究中並沒有大量地被探討。因

此，本研究將使用三種特徵選取演算

法：Chi-squared test、ANOVA及Mutual 

Information 和 25 種分類器，應用於國

文科 1-12 年級之可讀性模型準確率的

比較。實驗結果將呈現準確率最高的

模型之特徵選取演算法和分類器。本

研究發現使用 ANOVA做為特徵選取演

算法來選取語言特徵並利用 LGBM 做

為分類器時，只須採用累加 13 個特徵，

在預測 1-12 年級的國文科課文就能達

到準確率 48%、鄰近準確率 76%。 

Abstract 

Reading is one of the most important ways 

of acquiring knowledge. Researchers have 

pointed out that to promote the 

effectiveness of reading, it is very 

important to provide materials of the right 

level of difficulty. If the reading materials 

are too easy, readers usually cannot acquire 

new knowledge in the process of reading; 

on the other hand, if the materials are too 

difficult, it will cause excessive cognitive 

burden to the readers, affecting their 

learning effectiveness. Therefore, giving 

readers appropriate reading is an important 

issue. To address this issue, many scholars 

have begun to develop readability models 

and found that feature selection enhances 

the accuracy of readability models. 

However, the interaction between various 

feature algorithms and classifiers has yet to 

be much explored in past studies. Therefore, 

in this study, three feature selection 

algorithms, Chi-squared test, ANOVA, 

Mutual Information, and 25 classifiers, 

were applied to compare the accuracy of 

readability models for grades 1-12 in the 

textbooks of the Chinese language. The 

experimental results show the feature 

selection algorithm and the paired 

classifiers with the highest accuracy. This 

study found that using ANOVA as the 

feature selection algorithm and LGBM as 

the classifier can have 48% accuracy, 73% 

adjacent accuracy, and 85% reduction in 

the number of features. 

關鍵字：中文文本可讀性、特徵選取、機器學

習、分類器 

Keywords: Chinese Readability, Feature Selection, 

Machine Learning, Classifier 

1 緒論 

        一般而言，人們能透過閱讀書本、文章、

網站等方式來獲得知識（De Clercq & Hoste, 

2016）。讀者需要有適合的閱讀材料才能有

較好的成效（Kuo et al., 2018）。現今在國際

上，有舉辦測量學生閱讀能力的大型比賽，

如：跨國評估學生能力計畫（Progress in 

International Reading Literacy Study, PISA）和

國 際 閱 讀 素 養 調 查 （Programme for 

International Student Assessment, PIRLS），都

將閱讀素養納入為重要指標。台灣 PISA 國家

研究中心（2023）將閱讀素養定義為「實現

個人目標、增長知識、發展個人潛能以及參
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與社會活動，而理解、運用、評鑑、省思與

參與文本的能力」。由此可知，國際上非常

重視閱讀能力。想要提升閱讀能力，直覺而

言，可以透過大量閱讀來提升（Liao, 2011）。

然而，在閱讀中，若是材料太過簡單，讀者

通常無法在其過程中獲得新知；反之，材料

若是太難，則會造成讀者過重的認知負擔

（Cambria, 2010）。若能先瞭解文本的難易程

度，並給予讀者適合的閱讀材料，則能使讀

者在閱讀中有較好的成效（Kuo et al., 2018）。

為此，從古至今，有許多學者想了解如何評

量文本的難度，而開始研究文本可讀性（Text 

Readability）（Dale & Chall, 1948; De Clercq & 

Hoste, 2016; DuBay, 2007; Feng et al., 2010; 

François & Fairon, 2012; Mc Laughlin, 1969; Si & 

Callan, 2001）。 

        文本可讀性是指文本可以被理解的程度。

文本可讀性高，也可以有較高的被理解性

（Dale & Chall, 1949）。文本有高的被理解性，

文本中的資訊才能有效地被讀者吸收（DuBay, 

2007）。為了評估文本的難度，許多國家的

學者開始研究文本可讀性。如：在法國，

François 和 Fairon（2012）研究以法語為第二

外語的人工智慧可讀性公式（AI readability 

formula）。以CEFR的標準，將文本分類至各

層級。比較專家選取特徵和使用 Spearman 來

選取特徵之可讀性模型準確率的差異。在義

大利，Dell’Orletta 等人（2014）對具有基本

識字水平和輕度智障的成年人進行研究。使

用 GRAFTING 做為排名演算法（Ranking 

Algorithm），發現在評估句子可讀性中，最

有效的特徵是句法特徵（Syntactic）和句法形

態配列特徵（Morphosyntactic Features）。在

菲 律 賓 ，Imperial 和 Ong（2020） 使 用

Spearman correlation 和 Information Gain做為特

徵選取演算法（Feature Selection），在小學教

材中，將語言學習模型特徵（Language Model 

Features）、 傳 統 類 的 特 徵 （Traditional 

Features），如：字數（Word Count）、句子數

（Sentence Count）等，以及詞彙類的特徵

（Lexical Features），如：生詞率（Type-Token 

Ratios）、辭彙密度（Lexical Density）等結合。

搭配邏輯迴歸（Logistic Regression）和支持向

量機（Support Vector Machine，SVM）做為分

類器（Classifier）。實驗結果發現，使用邏輯

迴歸做為分類器的準確率較支持向量機高。

而在邏輯迴歸的特徵選取中，發現使用單獨

一類特徵的準確率較低，傳統類的特徵只有

準確率38%、詞彙類的特徵準確率33%和語言

模型特徵準確率44%。然而，當使用三類特徵

所訓練出的模型，能達到準確率 72%。 

        由上述研究可知，透過特徵選取演算法能

提高模型的準確率（De Clercq & Hoste, 2016; 

Feng et al., 2010; François & Fairon, 2012）。有

些研究對象為國小（Feng et al., 2010; Imperial 

& Ong, 2020）、有些是針對特定文本或特定

對象，如：第二外語者（François & Fairon, 

2012）或有殘疾者（Dell’Orletta et al., 2014; 

Feng et al., 2009）。在中文可讀性研究中，由

於中文與其他外文本身有句法不對稱

（Syntactic Asymmetry）等結構上的差異

（Wang & Zou, 2018），因此，國外文本可讀

性的研究結果是否與中文可讀性相符，這部

分有待實證研究來探討。此外，Liu 等人

（2015）研究在 1-9年級國文科教科書和優良

課外讀物中，發現在不同類型的特徵組合在

逐步迴歸（Stepwise Regression）與支持向量

機中，所訓練的可讀性模型之效能。受此研

究的啟發，本研究認為若能在可讀性模型的

研究中考慮到更多不同閱讀階段，例如：1-12

年級，將會是值得研究的議題。 

        有鑑於此，本研究將基於三種特徵選取演

算法：Chi-squared test、ANOVA 和 Mutual 

Information，搭配25種分類器，訓練國文科1-

12 年級的可讀性模型，並比較不同特徵選取

演算法和分類器的準確率。本研究的內容如

下：第二節將描述特徵選取演算法之相關研

究，第三節將呈現實驗資料，第四節將分析

實驗數據，最後第五節將總結及未來研究展

望。 

2 相關研究 

    提升可讀性模型效能的方法有許多種，

每位學者所使用的方法都不大相同，因此，

開始有許多提升模型準確率的相關研究

（Chen & Lin, 2014; Imperial & Ong, 2020）。

以分類器而言，當預測項目不為連續時，會

形成分類任務。分類器會從所獲得的數據特

徵中，預測變項所屬的類別（Pereira, 2009）。

分類器有很多種，每個分類器的效果也不相

同。舉例來說，Karabulut 等人（2012） 比較

不同種特徵選取演算法搭配 3 種分類器：
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Naïve Bayes、MLP和 J48所訓練模型的準確率。

實驗結果發現，使用 MLP 做為分類器時，搭

配特徵選取演算法，最多可以提升模型 15.6%

的準確率。由此可知，當同一份數據放入不

同分類器時，會產生不同的分類效果

（Ibrahim, 2020）。Liu 等人（2015）使用逐

步迴歸與支持向量機建立模型，比較二個分

類器在可讀性模型的效能。發現逐步迴歸使

用在預測國小文本的準確率較高；在支持向

量機中，詞向量表示法做為特徵時，準確率

較佳。 

   以非中文的可讀性而言，另一個常見的作

法是使用特徵選取演算法。特徵選取演算法

是機器學習（Machine Learning）中常使用的

方法，能夠有效地除去冗餘和不相關的特徵

（Aghdam et al., 2009; Eesa et al., 2015），並提

升模型的準確率（De Clercq & Hoste, 2016; 

Feng et al., 2010; François & Fairon, 2012）。同

時，能減少模型訓練的時間（Zebari, 2020），

以及避免當特徵數量相對樣本數量較大時，

模型過度擬合：模型在訓練集的預測效果極

好，但因為訓練集資料過度擬合，導致測試

集效果不佳（Sima & Dougherty, 2006）。Feng

等人（2010） 以邏輯迴歸和 LIBSVM 做為分

類器，比較三種特徵選取方法的準確率：將

特 徵 分 組 ， 透 過 貪 婪 演 算 法 （Greedy 

Algorithm）， 選 出 各 組 前 幾 名 的 特 徵-

AddOneBest、基於 Weka的特徵選取演算法選

出特徵-WekaFS，以及所有特徵-Allfeatures。

發現使用 122個特徵的 AddOneBest準確率最

高，達到 74%的準確率；其次是使用 273個特

徵的 Allfeatures，有 72.2%的準確率，最後是

使用 28個特徵的WekaFS，有 70.1%的準確率。

雖然使用 WekaFS的特徵選取演算法準確率最

低，但他所使用的特徵數量比 AddOneBest 少

94個，比 Allfeatures少 245個。 

   反觀在中文可讀性研究中，對於特徵選取

的琢磨比較少。Chen和 Lin（2014）使用特徵

選取演算法和特徵提取（Feature Extraction）：

Mutual Information、Chi-square test、

Information Gain、Principal Components 

Analysis和 Latent Semantic Analysis，研究 1-6

年級國文科、社會科、自然科和生命教育科

的可讀性模型。從實驗結果發現，使用 Chi-

square test做為特徵選取演算法和 SVM做為分

類器時有最好的效果。由此可知，不同特徵

選取演算法搭配不同分類器時，會影響可讀

性模型預測結果的高低。然而，目前對於中

文可讀性而言，很少將特徵選取演算法和不

同分類器放在一起討論。另外，如果能將研

究範圍由國小 1-6年級擴大至 1-12年級的文本，

也將會是值得研究的議題。 

    本 研 究 使 用 Python， 運 用 套 件

sklearn.feature_selection（Pedregosa et al., 2011）

的分類（Scikit-Learn, 2023）演算法：Chi-

squared test、ANOVA和Mutual Information做

為 特 徵 選 取 演 算 法 ； 和 套 件

lazypredict.Supervised 的 LazyClassifier 做為分

類器。研究在不同特徵選取演算法中，國文

科 1-12年級文本可讀性模型準確率之比較。 

3 實驗設計 

        本研究使用台灣三大出版社：翰林出版社

（翰林出版，2009）、康軒出版社（康軒，

2009）和南一出版社（南一教師網，2009）

98 學年度 1-12 年級國民基本教育（教育部全

球資訊網，2023）國文科教科書，共 633篇文

章，其中 80%（507 篇）為訓練集資料，20%

（126 篇）為測試集資料。各年級文章數量詳

見表 1。 

        實驗資料有 633篇文章，將資料分為訓練

集資料和測試集資料，所有文章皆透過 CRIE

（Chinese Readability Index Explorer，文本可

讀性指標自動化分析系統）（Sung et al., 2016）

計算出其計算語言學特徵，共計 86 個特徵。

再使用特徵選取演算法評估每一個特徵的重

要性，並對評估後的特徵進行排序。舉例來

說，如表 2所示，為 1-12年級 Chi-squared test、

ANOVA、Mutual Information 做為特徵選取演

算法排序前 10 名的特徵。模型將依照特徵排

序，將特徵累加入模型中訓練，再搭配分類

器訓練可讀性模型。當可讀性模型訓練完成

後，並會預測測試集資料中的文本可讀性，

以確認利用不同特徵所訓練的可讀性模型的

效能。舉例而言，當使用 Chi-squared test做為

特徵選取演算法時，第一個模型會使用第一

個特徵「對應母體實詞頻變異數」做為訓練

模型的特徵。第二個模型會累加第二個特徵，

換句話說，即使用第一、二個特徵「對應母

體實詞頻變異數」和「對應母體詞頻變異數」

做為訓練可讀性模型的特徵。以此類推，第
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三個模型會使用第一、二和三個特徵，對模

型進行訓練。實驗流程圖詳見圖 1。 

 
年級 總數 

1 24 

2 67 

3 61 

4 71 

5 69 

6 70 

7 37 

8 34 

9 28 

10 84 

11 41 

12 47 

表 1. 1-12年級文本數量 

 
特徵 

排序 

Chi-squared 

test 
ANOVA 

Mutual 

Information 

1 
對應母體實

詞頻變異數 

華語詞彙難

度均方和 
實詞種類數 

2 
對應母體詞

頻變異數 
文言文詞素 字數 

3 
領域詞頻變

異數 

高階級詞彙

數 
中筆劃字元數 

4 
領域實詞頻

變異數 

華語高難度

詞數 
低筆劃字元數 

5 
對應母體詞

頻平均 

華語詞彙難

度平均 
二字詞數 

6 
對應母體實

詞頻平均 

負向連接詞

數 
段落平均句數 

7 字數 
文言文辭素

總詞數比 

華語詞彙難度

平均 

8 詞數 單字詞比率 詞數 

9 
低筆劃字元

數 

流利級詞彙

數 
句數 

10 實詞數 連接詞數 動詞數 

表 2. 三種特徵選取演算法排名前 10名的特徵 

 
圖 1. 實驗流程圖 

 

4 實驗結果 

        本研究分析使用三種特徵選取演算法選出

的特徵搭配分類器所訓練出來的模型準確率。

實驗結果顯示，在三種特徵選取演算法中，

準確率最高的分類器以 RandomForest、LGBM

和 ExtraTrees為主。 

        文本可讀性模型為分類議題，一般而言，

若分類器將文本誤分至前、後一個年級，仍

為可接受的範圍。舉例來說，若分類器將三

年級的文本誤分為四年級，三年級的學生仍

能夠在某個程度上理解四年級的文本；相反

地，若將四年級的文本誤分為三年級，四年

級的學生也可以閱讀三年級的文本。換句話

說，一個三年級的文章，若預測成二、三、

四年級，都在可以接受的範圍內。此計算的

方法稱為鄰近準確率（Adjacent Accuracy 

Rate），即將模型所預測的標準放寬至前、後

各一個年級。這個做法也可以觀察模型分類

錯誤的嚴重性。舉例來說，若將三年級的文

本，預測成四年級，仍在可以接受的範圍；

但若將三年級的文本預測成十二年級，則與

正確答案相去甚遠。由此可知，鄰近準確率

越高，表示模型有一定的預測能力；倘若鄰

近準確率不高，可以藉由觀察模型預測的答

案，了解模型預測錯誤的嚴重性。 
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4.1 Chi-squared test 

        如圖 2、3、4和表 3所示，在 Chi-squared 

test 中，模型準確率最高的分類器為

RandomForest、LGBM 和 ExtraTrees。其中，

準確率最高的分類器是 RandomForest，在累

加 85 個特徵時，準確率 52%，鄰近準確率

79%。然而，在分類器為ExtraTrees，排名 7，

累加 15 個特徵時，就能達到準確率 47%，鄰

近準確率 69%。雖然準確率下降 5%，但特徵

使用的數量較前者減少 70個。在使用 LGBM

和RandomForest做為分類器，排名 2的模型，

使用累加 30、39 個特徵，皆能夠達到準確率

51%，鄰近準確率 77%、76%。特徵數量較排

名 1分別減少 55、46個。 

        因此，在 Chi-squared test做為特徵選取演

算 法 時 ， 使 用 LGBM、RandomForest 和

ExtraTrees 做為分類器，在累加 30、39 和 15

個特徵時，準確率分別能達到 51%、51%和

47%，鄰近準確率 77%、76%和 69%。整體來

說，有達到減少特徵的效果。 

 

 
圖 2. 特徵選取演算法 Chi-squared test搭配分類器

RandomForest累加特徵之模型準確率趨勢圖 

 

 
圖 3. 特徵選取演算法 Chi-squared test搭配分類器

LGBM累加特徵之模型準確率趨勢圖 

 

 
圖 4. 特徵選取演算法 Chi-squared test搭配分類器

ExtraTrees累加特徵之模型準確率趨勢圖 

 

排名 分類器 準確率 

鄰近 

準確率 

特徵

數量 

1 RandomForest 52% 79% 85 

2 LGBM 51% 77% 30 

2 RandomForest 51% 76% 39 

3 ExtraTrees 50% 76% 26 

3 RandomForest 50% 76% 29 

3 ExtraTrees 50% 75% 53 

7 ExtraTrees 47% 69% 15 

表 3. 特徵選取演算法 Chi-squared test模型比較 

4.2 ANOVA 

        如圖 5、6、7、8和表 4所示，在 ANOVA

中 ， 模 型 準 確 率 最 高 的 分 類 器 為

RandomForest、ExtraTrees、LGBM 和 Linear 

Discriminant Analysis。其中，準確率最高的分

類器是 RandomForest，在累加 85 個特徵時，

準確率 52%，鄰近準確率 79%。此結果與Chi-

squared test做為特徵選取演算法排名 1的結果

相同。在分類器皆為 LGBM，排名 4、6的模

型中，分別累加 13、12 個特徵時，能達到準

確率 48%、46%，鄰近準確率 76%、81%。此

模型的準確率相較分類器為 ExtraTrees 和

RandomForest，排名 7，皆累加 76個特徵，準
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確率皆為 45%，鄰近準確率分別為 75%和 72%

的模型高。 

        因此，在 ANOVA做為特徵選取演算法中，

以 LGBM做為分類器，在累加 13、12個特徵

時，能有準確率 48%、46%，鄰近準確率 76%、

81%。由此可推知，該特徵選取演算法可以大

量減少累加特徵的數量，且維持模型的準確

率。 

 

 
圖 5. 特徵選取演算法 ANOVA搭配分類器

RandomForest累加特徵之模型準確率趨勢圖 

 

 
圖 6. 特徵選取演算法 ANOVA搭配分類器 ExtraTrees

累加特徵之模型準確率趨勢圖 

 

 
圖 7. 特徵選取演算法 ANOVA搭配分類器 LGBM累

加特徵之模型準確率趨勢圖 

 

 
圖 8. 特徵選取演算法 ANOVA搭配分類器 Linear 

Discriminant Analysis累加特徵之模型準確率趨勢圖 

 

排名 分類器 準確率 

鄰近 

準確率 

特徵

數量 

1 RandomForest 52% 79% 85 

2 ExtraTrees 50% 79% 82 

3 RandomForest 49% 82% 86 

4 ExtraTrees 48% 77% 83 

4 LGBM 48% 76% 13 

5 ExtraTrees 47% 77% 83 

5 RandomForest 47% 76% 82 

5 RandomForest 47% 81% 84 

5 RandomForest 47% 80% 83 

5 

Linear 

Discriminant 

Analysis 

47% 74% 84 

5 

Linear 

Discriminant 

Analysis 

47% 74% 85 
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5 

Linear 

Discriminant 

Analysis 

47% 74% 86 

6 LGBM 46% 81% 12 

7 ExtraTrees 45% 75% 76 

7 RandomForest 45% 72% 76 

7 LGBM 45% 71% 76 

表 4. 特徵選取演算法 ANOVA模型比較 

 

4.3 Mutual Information 

        如圖 9、10 和表 5 所示，在 Mutual 

Information 中，模型準確率最高的分類器為

RandomForest 和 ExtraTrees。其中，有三個模

型並列排名 1，準確率皆達 49%，分別是：在

RandomForest時，使用全部特徵，鄰近準確率

82%；在 ExtraTrees時，使用累加 80、79個特

徵，鄰近準確率 77%、76%。而在準確率排名

2，分類器為 ExtraTrees，累加 32 個特徵時，

能達到準確率47%，鄰近準確率73%。在排名

3、二個並列排名 4 的模型中，分類器皆為

RandomForest時，使用累加 31、32和 20個特

徵時，分別能達到準確率 46%、45%和 45%，

鄰近準確率 71%、74%和 66%。 

        因此，當Mutual Information做為特徵選取

演算法時，排名 2、3 和二個並列排名 4 的模

型較排名 1 的模型準確率分別低 2%、3%和

4%（二個並列排名 4 的模型）。和排名 1，分

類器為 ExtraTrees，累加 79個特徵時，能達到

準確率49%的模型比較，所使用的特徵數量在

排名 2減少 47個、排名 3減少 48個，排名 4

各減少 47和 59個。由此可知，該特徵選取演

算法能達到減少特徵數量且維持準確率的效

果。 

 

 
圖 9. 特徵選取演算法Mutual Information搭配分類器

RandomForest累加特徵之模型準確率趨勢圖 

 

 
圖 10. 特徵選取演算法Mutual Information搭配分類器

ExtraTrees累加特徵之模型準確率趨勢圖 

 

排名 分類器 準確率 

鄰近 

準確率 

特徵

數量 

1 RandomForest 49% 82% 86 

1 ExtraTrees 49% 77% 80 

1 ExtraTrees 49% 76% 79 

2 ExtraTrees 47% 73% 32 

3 RandomForest 46% 71% 31 

4 RandomForest 45% 74% 32 

4 RandomForest 45% 66% 20 

表 5. 特徵選取演算法Mutual Information模型比較 
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4.4 Chi-Square 、 ANOVA 、 Mutual 

Information之比較 

        如表 6所示，綜上所述的特徵選取演算法，

皆能在模型中有效減少特徵數量。發現模型

準確率最高的模型分類器為：RandomForest、

LGBM 和 ExtraTrees。綜合三種特徵選取演算

法準確率、鄰近準確率和特徵數量，整體來

說，準確率最高的是 Chi-squared test。在排名

1，分類器為 LGBM、Random Forest ，累加 30、

39 個特徵時，準確率皆能達到 51%，鄰近準

確率 77%、76%。在排名 2，分類器為

ExtraTrees、Random Forest，累加 26、29個特

徵時，準確率皆能達到50%，鄰近準確率皆為

76%。使用特徵數量最低的是 ANOVA，在排

名 3、5，分類器皆為 LGBM時，使用累加 13、

12個特徵時，即能達到 48%、46%的準確率，

鄰近準確率 76%、81%。Mutual Information整

體的準確率較前面二種特徵選取演算法低。

在排名 4、5 和二個並列排名 6 的模型中，排

名 4使用分類器 ExtraTrees，排名 5和二個並

列排名 6皆使用RandomForest做為分類器，在

分別累加 32、31、32和 20個特徵時，分別能

達到準確率 47%、46%和 45%（二個並列排名

6 的模型），鄰近準確率 73%、71%、74%和

66%。雖然整體準確率較低，但仍能達到降低

特徵數量的效果。 

        在 Chi-squared test、ANOVA、Mutual 

Information 排序前 25 名的特徵中，重複的共

有 13 個，如表 7 所示。在 Chi-squared test、

Mutual Information排序前 25名的特徵中，重

複的共有 3 個，如表 8 所示。在 ANOVA、

Mutual Information排序前 25名的特徵中，重

複的共有 3 個，如表 9 所示。根據 Sung

（2015），將特徵分為四大類：語意類、詞彙

類、句法類、文章凝聚性。在表 8、表 9，排

名前 25 名的特徵，皆為詞彙類特徵，例如：

入門級詞彙數、高階級詞彙數等。在表 7中，

前 9個特徵皆屬於詞彙類特徵，另外 4個特徵

中，除「複雜結構句數」屬於句法類特徵，

其餘「實詞數」、「文言文詞素」和「實詞種

類數」皆屬於語意類特徵。由此推測，表 7中

的詞彙類特徵屬於對各年級文本都很重要的

基本特徵。除此之外，詞彙類的特徵，如：

「實詞數」、「文言文詞素」等，以及句法類

的特徵，如：「複雜結構句數」，是由於本研

究的年段橫跨至高中 12年級，高中 12年級的

文本因為有新的詞彙、文言文和修辭等，使

文本難度被提升，文本結構也有所差異。因

此，語意類和句法類的特徵可以提升高年級

可讀性模型的效能。 

 

排

名 

特徵選取

演算法 
分類器 

準確

率 

鄰近

準確

率 

特徵

數量 

1 Chi-Square LGBM 51% 77% 30 

1 Chi-Square 
Random 

Forest 
51% 76% 39 

2 Chi-Square 
Extra 

Trees 
50% 76% 26 

2 Chi-Square 
Random 

Forest 
50% 76% 29 

3 ANOVA LGBM 48% 76% 13 

4 
Mutual 

Information 

Extra 

Trees 
47% 73% 32 

4 Chi-Square 
Extra 

Trees 
47% 69% 15 

5 ANOVA LGBM 46% 81% 12 

5 
Mutual 

Information 

Random 

Forest 
46% 71% 31 

6 
Mutual 

Information 

Random 

Forest 
45% 74% 32 

6 
Mutual 

Information 

Random 

Forest 
45% 66% 20 

表 6. 三種特徵選取演算法之模型比較 

特徵名稱 特徵種類 

字數 詞彙類 

詞數 詞彙類 

名詞數 詞彙類 

動詞數 詞彙類 

進階級詞彙數 詞彙類 

華語高難度詞數 詞彙類 

難詞數 詞彙類 

低筆劃字元數 詞彙類 

中筆劃字元數 詞彙類 

複雜結構句數 句法類 

實詞數 語意類 

文言文詞素 語意類 

實詞種類數 其他類 

表 7. Chi-squared test、ANOVA、Mutual Information 

共同排序前 25名的特徵 
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特徵名稱 特徵種類 

入門級詞彙數 詞彙類 

領域詞頻平均 語意類 

二字詞數 詞彙類 

表 8. Chi-squared test、Mutual Information 

共同排序前 25名的特徵 

 

特徵名稱 特徵種類 

高階級詞彙數 詞彙類 

華語詞彙難度平均 詞彙類 

華語詞彙難度均方和 詞彙類 

表 9. ANOVA、Mutual Information 

共同排序前 25名的特徵 

 

5 結論與未來發展 

        在可讀性研究中，中文的可讀性研究相對

比較少，將多個特徵選取演算法搭配多個分

類器的研究又更稍微少。因此，本研究在較

大的年段之下：國文科一到十二年級，探討

三種特徵選取演算法：Chi-squared test、

ANOVA、Mutual Information 搭配不同分類器，

在可讀性模型預測的準確率、鄰近準確率和

選取累加特徵數量之比較。實驗結果顯示，

三種特徵選取演算法皆能減少特徵數量並維

持模型準確率，並且準確率較高的模型所搭

配的分類器皆以 RandomForest、ExtraTrees 和

LGBM 為主。其中，使模型準確率最高的特

徵選取演算法為 Chi-squared test，搭配 LGBM、

RandomForest和 ExtraTrees做為分類器，分別

能達到準確率 51%、51%和 50%，鄰近準確率

77%、76%和 76%，特徵數量較原本累加 86個

特徵降至累加 30、39 和 26 個特徵（詳見表

3）。最有效減少特徵且不失準確率的特徵選

取演算法為 ANOVA，搭配分類器 LGBM，使

用累加 13、12 個特徵，即能達到準確率 48%、

46%，鄰近準確率 76%、81%（詳見表 4）。 

         從過去的研究，可以知道語言特徵再結

合語意空間，例如，Word2vec（Maddela & Xu, 

2018）、LSTM（Liu et al., 2017）、BERT

（Tseng et al., 2019）等，可以提升可讀性模型

的效能。因此，本研究在未來可以基於現在

的成果知道對於國文科 1-12 年級可讀性模型

有效果的特徵（詳見表 7）。在未來，可以再

結合其他的特徵，如語意空間等，來提升模

型的準確率。 
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