
生成模型是否能用於偵測身體羞辱仇恨言論?
Can generative models be used to detect hate speech related to

body shaming?

蔡元翔
國立臺北商業大學企業管理學系

e10851023@ntub.edu.tw

張瑜芸
國立政治大學語言學研究所

yuyun@nccu.edu.tw

摘要

本研究實驗 Encoder 和 Decoder 兩者架
構下的預訓練語言模型是否能很好的判
斷身體羞辱的仇恨言論。先前研究多針對
大型語言模型中的生成模型是否會生成歧
視言語進行討論和防範，但尚未有研究進
一步判別生成模型是否可應用於自動分類
判斷歧視言論。因而本研究採用零樣本分
類方式並提供完整身體羞辱定義，觀察以
Decoder 架構為主的生成模型 (ChatGLM-
6B 和 Chinese-Alpaca-Plus-7B 模型) 是否
適用於自動判別歧視言論。此外，為了更
完整的了解大型語言模型不同架構下對於
仇恨言論判斷結果，也採用以 Encoder 架
構為主的 BERT 模型進行分類判斷，並將
兩架構下的結果做進一步分析比對。最終
結果顯示 BERT 經過少量微調資料下就能
獲得相對好的性能，生成模型在零樣本分
類上確實是有些困難，需要進一步改善提
示模板工程，提供多種句型結構的句子詳
加解釋後，在少樣本分類上觀察生成模型
表現是否能進一步提升。

Abstract
This study experiments with both Encoder
and Decoder architectures of pre-trained
language models to determine their effec-
tiveness in identifying hate speech related
to body shaming. Previous research has
largely focused on discussing and mitigat-
ing the automatic generation of discrimina-
tory language in generative models within
LLMs. However, there hasn’t been re-
search investigating the further application
of generative models in automatically clas-
sifying and identifying discriminatory lan-
guage. Therefore, this study employs a
zero-shot classification approach and pro-
vides a comprehensive definition of body
shaming to examine whether Decoder-
focused generative models (ChatGLM-6B
and Chinese-Alpaca-Plus-7B) are suitable
for automatically identifying discrimina-
tory language. Furthermore, to gain a

more comprehensive understanding of how
different architectures within LLMs per-
form in hate speech detection, a BERT
model with an Encoder architecture is
also employed for classification. The re-
sults from both architectures are then
further analyzed and compared. BERT
shows good performance with minimal fine-
tuning data, while generative models strug-
gle with zero-shot classification. Thus we
aim to explore the potential for improv-
ing the performance of generative models
by providing detailed explanations for sen-
tences with various structures.

關鍵字：零樣本分類、提示模板工程、仇恨言
論檢測、身體羞辱 Keywords: zero-shot
classification、prompt engineering、detection
of hate speech、body shaming

1 緒論

仇恨言論的偵測在自然語言處理的範疇中，一
直以來都是一個很重要的任務，儘管自動偵測
仇恨言論已取得多年的進步，但在這項任務
上仍然面臨許多困難。其一是仇恨言論涵蓋
的範圍太大，多數文獻專注探討仇恨言論的
大方向，想訓練出涵蓋所有類型的模型，但
Gambäck and Sikdar (2017) 認為這樣會讓許
多推文被錯誤分類，也很容易忽視較少被關
注的群體；其二是過往的研究中，有 73% 建
立在監督式機器學習上，使資料集的取得在
此研究變得更加重要 (Jahan and Oussalah,
2023)。且普遍監督式學習遇到的重大挑戰
是缺乏各種少數語言、上下文不連貫或大量
無標記數據 (Poletto et al., 2021; Jahan and
Oussalah, 2023)；其三是仇恨言論很主觀的取
決於環境，受到各種因素影響其定義，例如地
理位置、社會規範和文化背景等等 (Waseem
and Hovy, 2016)。

為了避免有限資料集的影響，出現使用基於
大型語言模型 (Large Language Model，以下
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簡稱 LLM) 的基礎知識來做零樣本分類任務
的研究 (Del Arco et al., 2023)。雖然 LLM 在
各種任務中的表現都非常傑出，不過也有研究
指出 LLM 較難理解攻擊性言論 (Wang and
Chang, 2022)，且歧視文本的特性多是用譬喻
或諷刺手法呈現，例如：「鳥仔腳像兩根竹籤
插在貢丸上 (意指腿太細)」、「自稱棉花糖女
孩真的是很樂觀呢 (諷刺女性利用棉花糖來修
飾自身體態)」，人類在遇到相似句型時，會聯
想到單詞在該情境下的畫面進而理解完整含
義，對模型來說需要具體了解到單詞意思之
外，還要能夠把單詞所代表的涵意跟該情境融
合，這是一件很困難的挑戰。

由於許多文獻指出 LLM 在文本生成上可能
會產出歧視言語 (Hacker et al., 2023; Nadeem
et al., 2020)，但沒有提到如果反向運用生成
模型做歧視判斷的話，會不會有相同情況。因
此本研究以仇恨言論中的身體羞辱為主題，探
索此類敏感性話題判斷較適合採用哪種類型的
LLM 模型做後續判斷。

大多 LLM 都是採用大量語料訓練下將 Em-
beddings 訓練出能模擬日常語言用法，模型
應用趨勢也流行零樣本或少樣本進行下游任
務調整。因應目前 LLM 模型於下游任務的使
用趨勢，本研究依循此方式，觀察生成模型除
了可能產出歧視言論之外，是否適合歧視文本
判斷。此外生成模型為 Decoder 架構，其模
型判斷上可不使用任何標記資料即可進行，為
了更清楚了解 LLM 於判斷歧視言論此類相關
敏感議題時是否還是需要仰賴少樣本進行微
調，因此我們也採納 Encoder 架構所搭建的
BERT 模型作為對比。

2 文獻回顧

2.1 身體羞辱

也就是基於外表的羞辱，皆與身體有關。是一
種負面社交互動的術語，且經常出現在社群媒
體中。Schlüter et al. (2021) 提出明確的科學
定義「身體羞辱是一種非重複性行為，跟一般
網路霸凌 (長期、特定目標) 有所區別，在這
種行為中加害者不請自來的對目標身體表達
負面意見或評論。加害者不一定有意傷害被害
者，但被害者認為該評論是負面、具有冒犯性
或使其產生身體羞恥感。因此身體羞辱的範圍
從善意的建議 (例如來自朋友基於醫學上的建
議：你應該去減肥，以預防有高血壓) 到惡意
的羞辱 (例：你的腿看起來很粗)」。此研究提
及，身體羞辱似乎是隨著社群媒體而快速發展
的，在社群媒體中過多修飾的極端照片，會成

為想模仿此形象的觸發因素，怕身體形象偏離
規範而被社會排斥或處於不利的地位。

2.2 大型語言模型

在最簡單的形式中語言模型會為特定的單詞
序列分配相對應的機率，例如「在樹上的貓」
會比「在樹上的魚」出現的機率更高。隨著
時間的推移，許多研究人員已經創建各種語
言模型來實現預測，其中最具代表性的是
Google 在 2017 年提出的 Transformer 架構。
Transformer 是一種神經網絡的網絡架構，比
起其他許多方法更快的進行訓練 (Vaswani
et al., 2017)。

Transformer 基於注意力機制（Attention
mechanism），並採用 Encoder - Decoder 結
構。它們都由多層堆疊的自注意力層和前饋
神經網絡（Feed-Forward Neural Network）層
組成。Encoder 負責將輸入序列編碼成一個
固定長度的上下文向量，而 Decoder 則通過
關注 Encoder 輸出來生成目標序列。Trans-
former 神經網路架構開啟語言模型的新時代，
出現許多在此架構上被廣泛使用的預訓練語
言模型，其中以 Encoder 為主的預訓練模型
有 BERT (Devlin et al., 2018)、Electra (Clark
et al., 2020)，Decoder 則包括 Bard (Thoppi-
lan et al., 2022)、GPT-3 (Brown et al., 2020)
和 LLaMA (Touvron et al., 2023) 等等，在許
多領域中都展現了卓越的性能。

2.3 零樣本分類

傳統的文本分類任務需要帶有標籤的資料進行
訓練，讓模型學習不同標籤之間的關係，並在
測試時對未知文本進行已知標籤的分類。零樣
本分類則是在沒有該標籤的訓練集情況下，對
未見過的標籤進行分類，目標是讓模型能夠將
已學習到的知識應用於新標籤上。

據我們所知，最先提出零樣本文本分類任務
方法的是 Pushp and Srivastava (2017)，作者
將文本分類的任務建模為二元分類問題，查找
句子與類別之間的相關性。以這種方式訓練的
模型會分別學習每個類別中給定句子的相關
性，而不是像多類別多標籤分類中預測給定的
類別。使模型學會句子和單詞標籤之間的概
念，並且可以在資料集之外進行擴展。

隨著 LLM 的快速發展，有許多擁有大量
基礎知識的預訓練語言模型釋出，各種基於
LLM 零樣本分類任務的方法相繼出現，Yin
et al. (2019) 提出將零樣本分類任務視為文本
蘊涵問題，他認為常規文本分類將標籤表示為
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數字，模型不了解標籤所代表的含義。通常人
類理解文本和標籤候選詞的含義時，會在心中
構建一個假設，將標籤候選詞填入後，判斷這
個假設在給定文本下是否成立，此方法是為了
模仿人類判斷，使模型可以從蘊涵資料集中獲
取知識。

此外也出現利用 LLM 的提示對仇恨言論做
零樣本分類，這種方法是使用提示模板來處理
原始文本和類別標籤。Del Arco et al. (2023)
比較 3 種基於 Encoder 的語言模型和兩種指
令微調語言模型使用提示模板在八個數據集
上做二元分類，其中指令微調語言模型之一
FLAN-T5，在建模階段的訓練資料中包含有
害語言的資料集，發現該模型可以從有害語
言學到的知識遷移至其他資料集，幫助模型
做仇恨言論的分類。Chiu et al. (2021) 則使用
GPT3 做零樣本學習、一次性學習、單一類別
少樣本學習和混合類別少樣本學習，四種類
型，發現平均準確率在 50-70% 之間，認為模
型可能不太適合前 3 種學習方式，在混合類
別學習中表現最佳。

2.4 基於提示的學習

不同於傳統機器學習，傳統機器學習接受輸入
x 並將輸出 y 預測為 P(y|x)，基於提示的學
習是創建一個提示函數 fprompt(x) 的過程，
直接對文本概率進行建模，為了使這些模型執
行預測任務，將模板原始輸入 x 修改為具有
一些未填充槽的文本字串提示 á，語言模型概
率性的填充空白訊息以獲得最終字串 â，由此
可獲得最終輸出 y (Liu et al., 2023)。

提示主要有兩種變體，填空和前綴提示。

• 填空提示是填補文本字串中的空白處
(例如：剛才電影的畫面也太精彩，這是
一部 [X] 片)

• 前綴提示是繼續一個字串的前綴
(例如：剛才電影的畫面也太精彩。這部
電影的分類是什麼？[X])

選擇哪一種提示取決於任務和解決任務的模
型。對於使用遮罩語言模型來解決的任務，填
空提示是一個很好的選擇，因為它們非常接近
預訓練任務的形式。對於生成型任務，前綴提
示往往更適合，因為它們與模型從左到右的特
性相融合。

提示模板很大程度上影響 LLM 的表現，在
不同類型和風格的提示下會使性能發生巨大
變化，為了使 LLM 發揮出最大的性能，需要

詳細的提示模板工程 (Zhou et al., 2022)，提
示模板工程的關鍵是有效地將所需任務或意
圖傳達給模型，因為語言模型缺乏真正的理
解能力，在訓練資料中高度依賴模式和聯想
(Brown et al., 2022)。

儘管在許多領域中 LLM 都展現了卓越的性
能，然而這些模型很難執行多步計算，尤其
是那些需要精確推理的任務，因此 Nye et al.
(2021) 建議將複雜的任務拆解成多個步驟和子
任務，允許模型在生成最終答案之前，產生任
意序列的中間標記，幫助模型完成最終目標。

LLM 在文本分類的任務中，Santu and
Feng (2023) 認為應提供清晰和結構良好的
提示，可以引導模型到正確的方向，且避免含
糊或籠統的提示，可能導致模型不明確響應。
Luo et al. (2023) 則提出添加自定義內容，讓
LLM 完成自動檢測，可以使檢測更緊密符合
各種社會的文化。但模型在編寫評語或進一
步判斷時，可能會發現錯過的缺陷，並不會評
估自己的預測，這意味著他們可以做出預測，
但不能提供預測背後的推理 (Saunders et al.,
2022)，Wang et al. (2023) 也指出模型生成的
解釋有可能導致文本的標籤被錯誤分類，因此
在文本分類上，使用二元分類方法會較合適。

3 研究方法

前面的章節概述仇恨言論的零樣本分類、
LLM 任務設計和提示等，本研究將採用兩
個 Decoder 生成模型使用前綴提示模板，並
添加自訂義內容幫助生成模型判斷，作為比較
Encoder 模型則用少樣本分類當基線，最終觀
察各模型之間的差異。

3.1 資料集

本研究的數據來自台灣規模最大的 BBS 論壇
PTT，PTT 是台灣著名的網路社群，與其他
社群媒體（如 Facebook、Twitter、Instagram
等）有很大的差異。PTT 的使用者可以使用
相對去識別化的方式發表言論，會有更多激進
或攻擊性言論出現，其他社群媒體具有更多個
人資訊與相關朋友圈的連結，使得使用者在發
表言論時更加顧慮，有助於降低仇恨言論的比
例。其次，PTT 的分類看板非常多樣，有各
式各樣的主題，使用者可以根據自己感興趣的
內容到該板進行討論，而其他社群媒體討論的
範圍更大許多，大多都沒有進行主題性的分
類，很難區別該文章討論的內容。因此選擇
PTT 論壇，其中活躍人數最多的看板「八卦
板」，內容大多關注名人八卦、網路熱門話題
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標籤 名稱 數量 例句
0 沒有歧視 559 有肥豬肉可以先乾煸出油再爆香佐料
1 歧視為胖 5,708 那個水桶腰別騙我這隻是豬吧
2 歧視為瘦 829 台灣島上自己就一堆超越鳥仔腳的吸管腳

表 1: PTT 身體羞辱資料集

等。從該板創立截至 2022/12/20，所有文章
底下的留言，共蒐集 34,715,860 筆留言。

儘管 PTT 八卦板的主題性限縮一定程度的
範圍，但收集下來的資料集還是非常的發散且
龐大，因此在使用前需要萃取相關的文本，以
提高文本的相關和準確性。本研究根據分析
身體羞辱的語言架構和特徵 (Samarin, 1969;
Kraska-Szlenk, 2014)，並參考其國外研究資
料集 (Hua, 2018; Reddy et al., 2022; Roodt,
2015)，結合台灣通俗罵法的用詞 (Su et al.,
2017)，用自定義辭典的方式，篩選出含有特
定關鍵字詞 (例：胖子、肥婆) 的留言，該留
言可能為身體羞辱的文本。根據自定義辭典共
篩選出 7,096 筆留言。

在數據標記上，參考 Schlüter et al. (2021)
提及身體羞辱，更具體的現象總稱，包含體
重、肥胖或骨瘦如柴的羞辱並且與外表羞辱有
一定差別，根據此定義，我們將每個句子的內
容加以理解後歸整為三類，分別為沒有歧視、
歧視為胖、歧視為瘦。表 1 為人工標記後的
數量和例句。

考慮到本研究僅專注探討在少數語言或缺乏
大量資料集的特定仇恨言論上，不需要大量的
標記資料微調，且為了平衡各標籤數量，從三
個類別中各隨機抽取 500 筆資料，共 1,500 筆
的資料集，去做後續模型判斷及分析。

3.2 模型及參數調整

為了比較 Encoder 和 Decoder 模型之間的
差異，且避免遇到上述監督式學習的問題
(Poletto et al., 2021)，我們採用少數樣本和零
樣本分類兩種方法。且兩種分類方式，皆只使
用隨機抽取後的 1,500 筆資料集，這兩種方法
旨在減少對標記數據的依賴，以提高模型的泛
化能力和應用範圍。

在 Encoder 模型的少數樣本分類中，基線
選擇 Hugging Face 用中文資料集微調訓練的
bert-base-chinese，把資料分成 2：8 的訓練
集和測試集，BERT 微調參數設定為 learning
rate=2e-5、epochs=5、batch size=64。我們

利用有限的標記數據來進行模型的微調，使其
能夠更好適應特定的仇恨言論檢測。此外我們
還測試在各種比例變化下的訓練集，觀察在本
研究資料集中，微調的訓練集數量和最終測試
分數分別可能會有的關聯性和結果。

在 Decoder 生成模型上，選擇中國清華大
學推出的 GLM (Du et al., 2022a) 和美國史
丹佛大學推出的 Alpaca (Taori et al., 2023)，
兩者架構下，使用中文資料集訓練和微調的
兩種模型，ChatGLM-6B (Du et al., 2022b)
和 Chinese-Alpaca-Plus-7B (Cui et al., 2023)。

ChatGLM-6B 在 1：1 比例的中英資料集上
訓練了 1T 的 token 量，兼具雙語能力。且具
備 62 億的參數大小，也使得研究者和個人開
發者可以自己微調和部署。

Chinese-Alpaca-Plus-7B 通 過 額 外 增 加
20,000 個中文標記擴展原始 Alpaca 詞彙量，
增強中文的編碼和解碼效率，並在 7B-plus 中
額外使用 120GB 的資料集，提高中文的理解
能力。

在模型中有多種參數可以設定，調整如下

• temperature (溫度)：可以控制文本變化
的程度，溫度是介於 0 到 1 之間的參數，
降低溫度表示模型會將更多權重放在機率
較高的標記上。為了保持模型判斷回答的
一致性，我們把溫度設定在 0.3。

• top_k：這個參數控制模型在生成文本時
考慮的詞彙選項數量。較小的 top_k 值
會限制模型選擇的詞彙範圍，為了使模
型生成的文本更加精確和可控，我們設定
top_k = 20。

• top_p (或稱為 nucleus sampling)：這個
參數控制模型在生成文本時考慮的累積
機率分佈範圍。由於解碼詞還是從頭部候
選集中篩選，這樣的動態調整可以使生成
的句子在滿足多樣性的同時又保持通順。
在文本分類任務中，不需要使生成的句子
富有多樣性，因次在這裡設定 top_p =
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0.5，表示模型在生成文本時會考慮機率
分佈的前 50% 範圍內的詞彙選項。

• num_beams：這個參數決定生成文本時
使用的束搜索（beam search）。當設置為
1 時，表示只保留最有可能的一個文本序
列。在這裡，num_beams 設定為 5，在
維持一定程度的計算量上，保持選擇機率
最高的五個序列。

3.3 生成模型提示

在生成模型中 Liu et al. (2023) 認為對於單一
樣本執行多標籤任務，直接針對輸入文本定義
整體提示是具有挑戰性的。解決問題的直觀方
法是將整體提示分解為不同子提示分別回答，
以命名實體識別任務為例，「有很多隻猴子在
動物園裡」這句話中，猴子是生物實體、動物
園是地點實體，如直接讓模型判斷兩種類別，
原始提示為：「猴子和動物園各別是什麼實體
類型？」，這種方式可能使模型混亂造成精度
降低，因此該文獻建議分成兩種子提示，一個
提示專注標記一種標籤類別，例如兩個子提
示分別為，「猴子是什麼實體類型？」、「動物
園是什麼實體類型？」，為每個範圍創建不同
的提示，分別進行預測提高模型表現。另篇
研究中也指出把複雜的任務拆分成更多子任
務，會使模型更精準的判斷 (Santu and Feng,
2023)。並且考慮到 Santu and Feng (2023) 提
及清晰和結構良好的提示，可以引導模型到正
確的方向，綜上所述應在提示中避免使用含糊
不清或籠統的字眼，多標籤任務也需逐一分
解，因此本研究將分類標籤拆成兩個二元分類
子任務，並用前綴提示完成。

第一個二元分類任務是，提供 Schlüter
et al. (2021) 完整的身體羞辱定義後，先判
斷該文本是否有身體羞辱的歧視，該任務以下
簡稱 Q1，如 Q1判斷有身體羞辱歧視的內容，
則會進入到第二個二元分類問題，歧視為胖還
是歧視為瘦，該任務以下簡稱 Q2。下列為兩
者子任務的完整提示模板。

Q1 身體羞辱定義：[是一種非重複性行為在
這種行為中加害者不請自來的對目標身
體，表達負面意見或評論。加害者不一定
有意傷害被害者，但被害者認為該評論
是負面、具有冒犯性或使其產生身體羞恥
感。因此身體羞辱的範圍從善意的建議到
惡意的羞辱。]
下列文字是一段句子，根據身體羞辱定義
判斷該句子是否涉及有關於身體羞辱的歧
視? 回答涉及歧視或未涉及歧視
{句子}

原始標籤 ChatGLM-6B
無歧視 30
歧視為胖 25
歧視為瘦 12
總和 67

Chinese-Alpaca-Plus-7B
無歧視 123
歧視為胖 28
歧視為瘦 21
總和 172

表 2: 在原始標籤中各別判斷錯誤筆數

Q2 身體羞辱可分為歧視瘦子，跟歧視胖子兩
種類型，且兩種類型不會相互重複
下列文字是一段有身體羞辱歧視的句子，
判斷該句子是哪種類型，只回答其中之一
{句子}

3.4 模型結果與評估

在生成模型進行文本分類時，由於文本長度、
內容等因素，可能會導致回覆內出現更複雜的
句子，使其無法明確歸類在現有的標籤之中。
這些句子可能包含一些模棱兩可的詞語，詞語
包含「可能是、不確定、無法判斷」等含糊不
清的內容。這些句子很難被歸類到預先定義的
標籤中，因此，在這種情況下，我們將其歸類
為特定的標籤 label：3 (無法判斷)，以表示
這些回覆並未明確屬於現有的分類之一。表 2
為在各標籤中，無法判斷的例子。

我們使用準確率、精確率、召回率和
F1-score 來評估模型在所有情況下的表現。準
確率是指在所有樣本中 (包含仇恨言論和非仇
恨言論)，被正確分類的樣本數佔總樣本數的
比例。精確率是指在所有被預測為正例的樣本
中，有多少是真正為正例的比例。召回率是指
在所有真正為正例的樣本中，有多少被預測為
正例的比例。F1-score 是精確率和召回率的調
和平均數，以上指標用於評估模型的性能。表
3 上半部是 Q1 判斷有無身體羞辱，下半部是
Q2 判斷歧視胖瘦。BERT 只需進行文本分類
任務，可以直接分類出三種不同類別的標籤，
因此在上半部 Q1 空缺。

評估 BERT 模型在不同訓練資料比例下的
分數分佈，可以幫助我們了解訓練資料比例對
模型性能的影響，找到最低限度的訓練集，讓
模型在性能和事前工作（例如資料收集、數據
標記等）之間，找到相對平衡的比例，我們
使用折線圖將評估結果視覺化，可以清楚地
看到模型在不同資料比例下的表現差異。圖
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標籤 評估指標 bert-base-chinese ChatGLM-6B Chinese-Alpaca-Plus-7B
無歧視 精確率 (precision) 68.21 52.08 26.90

召回率 (recall) 64.03 33.60 32.60
F1-score 66.05 40.10 29.48

身體羞辱 精確率 (precision) 72.48 66.06
召回率 (recall) 84.00 54.30
F1-score 77.81 59.60

Q1 準確率 (accuracy) 66.87 47.07
歧視為胖 精確率 (precision) 55.95 46.16 63.32

召回率 (recall) 68.02 80.60 40.40
F1-score 61.40 58.70 49.33

歧視為瘦 精確率 (precision) 71.67 79.35 46.65
召回率 (recall) 61.11 39.20 37.60
F1-score 65.97 52.48 41.46

Q2 準確率 (accuracy) 64.33 50.80 36.87

表 3: 所有結果，分數單位皆為百分比制 (BERT 分數為 2：8 的訓練集和測試集)

1 為訓練集從 10% - 90% 之間比例和各標籤
F1-score 之間的關係。

最後，我們將兩個生成模型的混淆矩陣進行
比較，提供有關模型預測結果和實際結果之間
的對比，幫助我們更全面理解模型的表現，混
淆矩陣以四個不同的結果類別為基礎，分別為
真陽性：模型正確預測為正例的樣本數、真陰
性：模型正確預測為負例的樣本數、假陽性：
模型錯誤將負例預測為正例的樣本數和假陰
性：模型錯誤將正例預測為負例的樣本數，透
過混淆矩陣觀察模型在不同類別間的預測情
況，我們可以瞭解哪些標籤在模型中容易被判
斷錯誤，找出其規律，讓我們在後續做提示模
板工程時，有更好的調整方向。圖 2 和圖 3
為兩者模型的混淆矩陣，x 軸為預測標籤，y
軸為實際標籤。

4 結果分析

在本研究的仇恨言論文本分類任務上，使用
20% 訓練集（即 300 筆資料）微調 BERT 獲
得最佳表現，相對於另外兩個生成模型，其
性能優勢高達 15% 至 30%。唯一在判斷歧視
為胖這個特定類別上，ChatGLM-6B (以下簡
稱為 GLM) 的 F1-score 與 BERT 相差較小。
如圖 1 所示，當 BERT 在 10% (150 筆) 資料
微調時，表現與 GLM 相當；在 20% (300 筆)
資料時，BERT 稍微勝出；而訓練資料增加
到 30% (450 筆) 時，性能顯著提升；並在達
到 60% (900 筆) 資料後趨於平緩的上升。

生成模型在兩個任務上都是 GLM 表現較
佳，在 Q1判斷有歧視的 F1-score為 77.81%，
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圖 1: F1-score 分佈圖 (三個顏色標籤分別為，紅：
無歧視、綠：歧視為胖、藍：歧視為瘦)

Q2 判斷歧視胖瘦分別為 58.70% 和 52.48%，
且該模型在 Q1 判斷無歧視上有著較低的召回
率，在圖 2 中也可以明顯看到該模型將多數
文本分類為有身體羞辱的歧視，可能是由於測
試資料的特殊性所致。在測試資料中，使用自
定義辭典來萃取出特定資料，其中可能包含形
容外觀的形容詞，如胖、瘦、肥、乾扁等，而
這些形容詞的主詞不一定是指人類。這樣的句
構可能導致生成模型在判斷是否有歧視時傾向
將這些句子分類為具有歧視性，因為它們包含
可能被歧視的特定形容詞。GLM 在 Q2 判斷
胖瘦的分類裡，對歧視為瘦的分類採用較嚴格
的判斷標準，精確率來到 79.35%，相較於歧
視為胖精確率只有 46.16%，但也因為判斷較
嚴格，該分類的召回率只有 39.20%，且多數
判斷錯誤的類別都集中在歧視為胖的標籤。
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圖 2: ChatGLM-6B 混淆矩陣

而在 Chinese-Alpaca-Plus-7B (以下簡稱為
Alpaca) 模型中，約有 10% 無法判斷的例子，
比起 GLM 多出 2.5 倍，推測此模型需要更長
的文本內容才能進一步判斷，跟 GLM 不同，
Alpaca 偏向把多數文本分類為無身體羞辱的
歧視，接近三分之一的筆數被錯誤分類，進而
拉開兩個模型在 Q1 任務上的差距。在 Q2 的
任務中，從圖 3 看出，兩者模型呈現相反的
判斷趨勢，Alpaca 在判斷歧視為胖的分類中
有著較高的精確率，也因為 Q1 的判斷不佳，
導致歧視胖瘦類別的召回率都很低。很明顯可
以看出兩個模型之間在不同任務上的差異，以
及它們在特定標籤上的性能表現。

在錯誤判斷的例子中，我們發現一些句子只
是在做事實陳述，但模型卻誤判為具有歧視
性。例如：「很瘦骨頭會比較突出就有陰影」，
雖然這只是描述骨頭瘦會有陰影的事實，但模
型卻認為有歧視性，且兩者的模型難以抓住句
子的主詞，無法判斷該形容詞是在評論物體還
是生物，只要句子中出現有胖或瘦等形容詞，
例如：「肚子吃不飽，荷包瘦扁扁」，這句話可
能只是描述作者自己感到飢餓和荷包空虛，但
模型卻無法理解句子的真正意思，因此錯誤
的將其歸類為歧視性言論。另外，文本中出
現譬喻法的句型結構也是模型難以處理的情
況。模型無法識別譬喻法是基於外觀上對物品
的遷移，這可能是在諷刺受害者的外觀。例
如：「甜不辣手指才需要」，這句話在暗示某人
的手指很像甜不辣又肥又短，很明顯的具有嘲
諷意味。類似的像是「你去花火節會想找龍妹
嗎？同理可証！」這樣的句子也出現了相同的
情況，僅有使用譬喻法的歧視詞彙無法被模型
識別。
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圖 3: Chinese-Alpaca-Plus-7B 混淆矩陣

此外，我們還觀察到在 Q1 中，明確說出該
句是有關於肥胖描述的情況下，模型卻在 Q2
中將其判斷歧視為瘦。例如句子「死肥婆去減
肥」，在 Q1 中模型回應為「對於死肥婆這個
詞語，它被用來形容一個肥滿的女性，並且該
詞語被用來對待她，形容是負面評論的一部
分。」，然而在 Q2 中卻回覆「這篇文章是歧視
瘦子的」。由此可見，模型在解釋和分類判斷
上可能會產生出意見相互矛盾的部分。而在處
理不齊全的文本時，人類通常會根據個人的經
驗和背景知識來補齊文本上下文的大概語意。
例如在句子「有個女人願意辛苦懷胎十月，變
胖變醜，只為了...」中，「變胖變醜」只是撐托
出懷孕這件事情的困難程度，但生成模型卻可
能只會依照文本現有的句子去判斷，而無法理
解句子的真正意圖。

5 結論和未來工作

在本研究的資料集中，使用生成模型並添加
詳細定義內容進行零樣本分類的任務，效果
似乎不那麼顯著，儘管拆分成兩個二元分類
的子任務，使任務簡單化，最終歧視為胖瘦
的 F1-score 也只有 58.70% 和 52.48%。就算
只執行 Q1 任務，有歧視表現較好的 F1-score
雖然有 77.81%，但在無歧視的分數卻只有
40.10%。此外我們的資料集是來自 PTT 社群
平台，該平台有一個特性是會限制每段留言長
度，超過長度的留言會被自動換行，導致收集
下來的文本長度過短，產生上述結果分析時的
問題，這些結果表明生成模型在此任務中處理
具有多義性、複雜結構或隱含意味的文本時，
容易出現錯誤判斷。在處理含有歧義性、不完
整的文本，可能出現意見相互矛盾的情況，且
無法像人類一樣根據個人經驗進行推理和理
解。
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這些問題說明在零樣本分類上，對生成模型
來說確實是有些困難，跟 Chiu et al. (2021)
研究中提到使用 GPT-3 零樣本分類結果大致
相同，不過在混合標籤少樣本上有優於零樣本
分類的表現，然而此作者的提示裡並未提供更
詳細的分類定義，這可能導致模型在處理文本
時表現受限。未來的方向可以進一步探討定義
分類標準，將其結合少樣本學習的方法，在提
供身體羞辱定義之外，新增不同句構的句型並
詳加解釋，研究不同類型的樣本來觀察模型表
現的變化。這些挑戰突顯生成模型在歧視言論
辨識任務上的限制，並顯示改進提示模板工程
的重要性，可以進一步優化將有助於提高模型
的理解能力和鑑別能力，以更好處理現實中的
語言。

Encoder 和 Decoder 兩者架構下的預訓練
語言模型在本研究的任務中，BERT 經過微
調後的性能顯著優於生成模型，即便在訓練
資料只有 150 筆時，BERT 已經達到與生成
模型相當的水準，在文本長度受限的情況下，
BERT 較能從中獲取具有歧視性的關鍵字詞。
對於少數語言或缺乏相關大量資料集的主題來
說，或許重點可以放在研究 BERT 最少需要
多少訓練資料進行微調，才能在性能上大幅提
升。我們可以找到一個平衡點，在適度的資料
量下獲得最佳的性能。

根據 ChatGPT 開發者表示，生成模型會產
生歧視言論的問題，解決方式是通過在不適當
內容的資料集上訓練另一個機器學習模型，來
刪除或檢測攻擊性言論，此外也有由人工審
核團隊在內容公開之前對其進行審查和批准
(Meyer, 2022)。但由於 OpenAI 缺乏透明度，
我們無法驗證該說法是否屬實。不過該想法也
是建立在需要大量的仇恨言論標記資料集上，
是否能把這特定資料集的仇恨言論知識遷移到
其他少數語言或其他未被包含在內的主題需要
更進一步研究。
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