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摘摘摘要要要

面向大语言模型提供自然语言指令，可生成预期输出，体现了其上下文学习能力。上
下文学习的性能与上下文模板质量密切相关，现有的工作通常使用单一的选择算法进
行模板构建，无法充分激发上下文学习能力。本文提出基于动态聚类与标签空间映射
的上下文学习模板构建方法，动态选择相关示例，进一步提出聚类筛选方法，实现不
同语义簇中示例多样化的选择。设计基于损失函数的排序选择方法，评估模板学习正
确标签空间映射分布的能力，排序形成最终模板。在自然语言推理等任务中的实验结
果表明，本文提出的方法使两个不同的大语言模型准确率最高分别提升3.2%和8.9%。
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Abstract

Providing natural language instructions to large language models to generate the ex-
pected output reflects the In-Context Learning capability. The performance of In-
Context Learning is closely related to the quality of demonstration. Existing methods
typically use a single selection algorithm for demonstration construction, which fail
to fully exploit the In-Context Learning capability. In this paper, we propose an In-
Context Learning demonstration construction method based on dynamic clustering and
label space mapping, which dynamically selects relevant samples. Then we propose a
clustering filtering method to achieve diversified selection of samples within different
semantic clusters. Furthermore, we design a ranking selection approach based on loss
functions to assess the demonstration’s ability of learning correct mapping distributions
in label spaces, and form the final demonstration by sorting samples. Experimental
results of different tasks such as natural language inference show that our method im-
proves the accuracy of two large language models by up to 3.2% and 8.9%, respectively.

Keywords: Large Language Model , In-Context Learning , Demonstration
Construction , Dynamic Clustering
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1 引引引言言言

大语言模型（Large Language Model, LLM）具有庞大的参数规模，在多种任务中展现
出强大性能。当参数规模达到一定程度时，LLM表现出了预训练语言模型中没有表现出来的
能力，其中，上下文学习（In-Context Learning, ICL）是具有代表性的能力之一(Zhao et al.,
2023)。上下文学习是自然语言处理中一种新的范式，LLM只需根据由几个示例组成的上下
文模板进行预测，而无需进行任何参数的更新，具有良好的可解释性和可行性(Brown et al.,
2020)，因此通过研究上下文学习来提升LLM的能力已经成为新的热点。
现有对上下文学习的研究工作，专注于使用不同的评价指标作为度量，从训练集中选择

若干示例，或通过不同的检索方法在大量数据中搜索示例，来构建上下文模板(Dong et al.,
2022)。然而，不同测试样例与模板的相关程度不同，使用同一种度量方式构建模板不一定适用
于所有样例。此外，上下文模板不仅对示例的要求较高，同时也受示例之间顺序关系的影响，
如果不同时考虑这些因素，则会导致上下文学习难以达到理想效果。本文提出的方法相比于已
有工作KATE(Liu et al., 2022)，能够根据不同的输入自动调整示例选择，有利于选取优质示
例，同时比Levy et al.(2023)的工作使用更少的示例达到理想效果。此外，本文工作能够充分
利用训练集中的标签空间映射信息，以此作为标准来判断不同排序方式蕴含正确信息分布的能
力，不需要高质量的检索集，相比于Wu et al.(2023)的工作具有更好的泛化性。
本文工作主要贡献如下：
（1）本文提出了动态选择方法，通过对传统Top-K算法进行改进，动态选取与不同测试样

例相关的示例，有效剔除无关示例，增加模板与问题的相关性；
（2）本文提出了聚类筛选的方法，采用聚类算法对动态选择后的示例进行划分，并在每个

划分后的类中选择示例组成模板，在保证上下文模板示例相关性的同时，增加示例的多样性；
（3）本文针对筛选出的上下文示例，采用交叉熵作为损失函数，选择包含正确标签空间映

射的示例排序方式进行排序，提升模板对测试样例标签的预测准确率。

2 相相相关关关工工工作作作

2.1 大大大语语语言言言模模模型型型与与与上上上下下下文文文学学学习习习

大型语言模型通常包含数千亿参数，是基于Transformer的语言模型，如GPT-3(Brown et
al., 2020)、PaLM(Chowdhery et al., 2023)、LLaMA(Touvron et al., 2023)。由于模型规模庞
大，计算资源有限，Hoffmann et al.(2022)使用缩放技术进行更加高效的计算资源分配；Rasley
et al.(2020)提出了Deepspeed框架，支持分布式训练算法来学习LLM的网络参数。除此之外，
提示学习与语言模型的结合，也能够实现在较低资源条件下完成自然语言处理任务。言佳
润、鲜于波(2023)提出了基于微调与提示学习的大模型算法，在小样本或零样本数据集中，
将GPT与提示学习相结合，较好地完成辩论关系识别任务。穆建媛et al.(2023)基于提示学习，
进行中文短文本分类，使模型在少样本情况下取得了性能提升。
以上方法需对模型进行微调，当模型规模变大时，仍需要较多计算资源。上下文学习

是LLM出现的一种新兴能力，它只需向大语言模型提供少量示例，即可让模型从中学习到上
下文相关知识，并在不更新参数的情况下进行正确推理，目前，上下文学习已被广泛应用于传
统自然语言处理任务(Kim et al., 2022)，如机器翻译(Zhu et al., 2023)、信息抽取(Wan et al.,
2023)，以及数学推理问题(Wei et al., 2022)。Sun et al.(2022)表明，ICL凭借无需参数更新的学
习框架大大降低了对计算资源的要求。此外，已有研究工作表明(Liu et al., 2022)，由于ICL的
上下文模板采用自然语言形式，具有较强的可解释性，并且仅调整上下文模板即可将上下文知
识与LLM融合。
为了进一步挖掘LLM的上下文学习能力，研究人员进行了大量的工作。Min et al.(2022)提

出通过MetaICL来减小预训练和下游任务之间的差距，提高LLM的少样本学习能力。Wei et
al.(2023)提出了符号微调技术，利用“输入-标签对”微调LLM，以此促使模型充分挖掘并利
用上下文信息中蕴含的语义信息。然而，ICL的性能过度依赖上下文模板的质量。Zhao et
al.(2021)研究表明，上下文示例的选择、排列顺序等因素在很大程度上影响着ICL的表现，这激
励着研究者进一步探索如何设计一组高质量的上下文学习模板。此外，由于LLM本质上是基于
大规模文本语料库训练的文本生成器，因此在分类任务上表现不佳。本文面向NLP领域的七个
不同的分类任务数据集，提出基于动态聚类与标签空间映射的上下文学习模板构建方法，增强
了LLM的上下文学习能力，提升LLM在分类任务中的表现。
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2.2 上上上下下下文文文学学学习习习模模模板板板设设设计计计

上下文学习的示例模板为LLM提供丰富的语义信息，对上下文学习起着至关重要的作
用。通常ICL即是从训练集中选取少量示例，将其改写为自然语言形式，形成上下文示例。随
后，将待预测的测试样例与上下文示例连接，形成上下文模板，并将整个模板作为LLM的输
入(Dong et al., 2022)。LLM从模板中学习数据与标签之间的映射关系，以及其中蕴含的语义信
息，对测试数据进行正确预测。
在给定训练集的情况下，模板设计的重点包括示例子集的选择，以及如何对它们进行合理

排序。互信息被用作选择度量(Sorensen et al., 2022), 其优点是不需要标记的样本和特定的最小
二乘模型。受到使用检索模块增强神经网络的启发，KATE策略(Liu et al., 2022)被提出，选择
与测试样例的语义信息相似的示例构建上下文学习模板，取得了较好的性能。此外，Gonen et
al.(2023)发现，提示模板的质量与模型对其所涵盖语言的熟悉程度相关联，并发现模型对模板
的困惑度越低，执行任务的能力就越强。Levy et al.(2023)考虑到示例的多样性，提出了一种选
择不同上下文示例的方法，旨在覆盖输出内容中的所有结构，鼓励模型从这些结构中学习。在
基于检索的方法中，Rubin et al.(2022)提出了一个二阶段的检索方法来选择示例，使用标记数
据训练一个检索器，用于检索示例并构建模板。为了解决先前工作难以在各种不同任务之间迁
移的问题，Li et al.(2023)提出多任务统一检索器，充分融合各类任务相关知识，使模型取得了
优秀的性能表现。本文工作优化传统Top-k算法，根据不同输入样例动态选择上下文示例，增加
示例与测试样例之间的相关性，并使用聚类策略提升示例的多样性。
除示例的选择外，对选定的示例进行合理排序也是模板设计的重点任务之一。研究表明，

不同的语言模型均存在对示例排序敏感这一问题(Lu et al., 2022)。现有工作通常通过计算示例
与测试样例之间的负欧几里得距离或余弦相似度，并以此进行排序(Liu et al., 2022)。熵值同
样被用作度量指标，可分为全局熵和局部熵度量，并证实熵度量和ICL性能之间存在正相关关
系(Lu et al., 2022)。Wu et al.(2023)受Solomonoff(1964)的一般推理理论和信息论的最小描述长
度原则的启发，设计了一种基于最小描述长度的排序算法。本文基于输入数据与标签之间的映
射关系，设计损失函数进行度量，为LLM提供充分的标签映射信息，提升预测准确率。

3 方方方法法法

上下文学习模板设计旨在通过对训练集中标注数据进行筛选、排序等操作，将
其与测试样例相连接构建示例模板。具体可描述为：假设有上下文标注示例D,D =
[D1, D2, . . . . . . , Di, . . . . . . Dj ]，其中Di = T (xi, yi)，T代表将数据转换为自然语言的操作，xi为
第i个样本的输入，yi是xi的标签。对于给定测试样本x

′
，使用LLM预测对应标签y

′
可表示为：

y
′
= argmaxy∈Y

P (y|D ⊕ x
′
)∑

y∈Y P (y|D ⊕ x′)
(1)

基于动态聚类与标签空间映射的上下文学习模板构建方法整体结构如图1所示。首先采用动
态搜索方法，对测试样例进行实例级的上下文示例的选择，进一步设计聚类算法，采用两种不
同的样本抽取方式择优筛选，确定最终的上下文示例集，最后，根据上下文模板中蕴含的标签
空间映射关系分布进行示例排序，增强模板的有效性。

3.1 动动动态态态选选选择择择

传统Top-K算法可能会导致选取的示例与测试样例的语义关系不匹配，或遗漏掉语义关系
相近的优质示例。有研究表明，可通过设置参数对距离进行筛选，减少预测误差(张少辉et al.,
2022)。基于该发现，本方法改进传统Top-K算法，根据测试样例与其他示例之间的欧式距离来
动态选取候选示例。欧式距离的计算如公式2所示：

L2(xi, xj) =

√√√√√
 n∑

j=1

|x(1)i − x
(2)
j |2

 (2)

本方法首先使用all-mpnet-base-v2模型中的编码器，将数据中的句子和段落映射到768维的
密集向量空间，形成大小为(64,768)的多维矩阵，并创建Faiss索引，使用内积计算，得到同样
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Figure 1: 基于动态聚类与标签空间映射的上下文模板构建方法

为768维的索引，将嵌入向量添加到Faiss索引中，完成样本的编码操作。随后获取测试样例xi和
其他样本xj之间的欧氏距离，并由小到大进行排序。再根据K值筛选上下文示例，根据示例与
测试样例之间的距离设置距离阈值，作为判断示例质量的依据。为了提升算法的准确度，将阈
值分为优质阈值和无关阈值。当该组示例中有超过半数的数据与测试样例之间的距离小于无关
阈值，则认为测试数据周围的相似样本稀疏，而当示例中距离最远的数据仍然大于优质阈值，
则认为测试数据周围的相似样本稠密。

当测试样本周围的相似示例稠密，则动态扩大K值的范围；当测试样本周围的相似示例稀
疏，则剔除与测试样本之间距离大于无关阈值的样本。为了防止剔除无关样本后候选样本数量
过少，本方法随时动态监测上下文示例的数量，并设置上下文模板示例数量的上限和下限参
数。根据欧氏距离选取数量等于上限参数的相关样本，从而保证候选示例与测试样本的相关
性。

3.2 聚聚聚类类类筛筛筛选选选

动态选择模块对上下文示例进行了初步筛选，保证了模板中示例之间的相关性。然而，
若直接对动态选择模块输出的候选示例进行抽取并排列，搜索空间为指数级，这将消耗大量
的时间和计算资源。此外，初步筛选后的示例集中蕴含丰富多样的上下文语义信息，若从中
随机抽取少量示例作为模板，存在知识信息冗余、提示角度片面等问题。例如：在Trec主题分
类数据集中，当输入数据为“What class of animals makes up more than two-thirds of known
species?”时，一个良好的上下文模板应该从“animals”、“species”、“ratio”等角度考虑问题。为
了最大限度地挖掘初筛后示例集的信息，该模块使用KMeans聚类算法，计算动态选择后的候
选示例在映射空间中的距离关系并进行分簇。经过聚类筛选后的上下文示例被分为若干簇，每
个簇内部的示例具有相似的语义信息，而不同簇中示例的语义信息差别较大。从每个簇中进行
示例抽取构建模板，充分地利用上下文示例中不同簇的语义信息，促使大语言模型从多角度进
行综合决策。在对每个簇进行示例抽样时，为了同时考虑上下文示例的相关性和多样性，采用
随机抽取和顺序抽取两种不同方法，如图2所示。

随随随机机机抽抽抽取取取：：：从每个上下文示例簇中随机抽取少量示例组成上下文模板的候选示例集，该方
法保证了示例多样性。

顺顺顺序序序抽抽抽取取取：：：基于每个簇中示例与测试样本之间在嵌入空间的距离，依次从每个簇中顺序抽
取相关度高的示例组成候选示例集，保证示例的高相关性。
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Figure 2: 聚类筛选过程

3.3 排排排序序序选选选择择择

动态选择和聚类筛选过程从上下文示例的相关性与多样性的角度筛选候选示例，而没有考
虑示例的排列顺序对模板质量的影响。然而，由于LLM对于上下文示例的顺序较为敏感，所以
对上下文示例进行合理排序是至关重要的。受Min et al.(2022)和高怡et al.(2023)的启发，ICL的
性能收益主要来自于独立规范的输入空间和标签空间，以及正确一致的“输入-标签对”的格式，
且模型可以通过模板来引入标签信息，因此我们考虑输入空间与标签空间之间的映射关系，为
上下文示例选择合理的排序。
首先需要确定待筛选的不同排序方式。对于动态选择和聚类筛选操作后的N个候选示例，

具有N!种不同的排列方式。为了节省计算资源，本方法进一步减少示例数目，从N个候选示例
中选择n个示例，并进行排列。考虑到时间和计算资源的复杂度，本方法从所有可能的排列空间
中随机选取了m种排列进行比较，如公式3所示：

R = Randomm

(
N !

(N − n)!

)
, n ≤ N (3)

其中R代表包括m种不同排序的集合，每种排序都包含n个示例，Randomm的含义是从n!种排列
方式中选取m个。
由于在预测前无法获取测试样例的真实标签，本方法获取其所有可能的标签空间信息，将

输入数据的每一个可能的标签记为c。每一种可能的标签c对应多种不同的排序方式r，对于使用
排序方式r进行排序的上下文示例文本序列Tc,r，使用分词器中的编码器对模板进行编码，编码
后获得包含正确映射关系的信息分布，记作embTc,r，将Tc,r与输入样例xt拼接后，作为模板提
示LLM输出预测结果。本文获取预测结果的嵌入空间信息分布，记作embTc,r,xt。由于Tc,r由带
标签的训练数据组成，其编码后具有正确的输入空间和标签空间之间的映射信息分布，因此可
以将该映射信息分布作为标准，来判断该排序方式能否为LLM提供正确信息。本方法使用交叉
熵损失函数为每种排序方式进行打分，如公式4所示。其中，C代表分类类别标签的数目。将得
到的损失值进行归一化后，选取损失最小的排序序列作为最终模板。

L(embTc,r , embTc,r,xt) = −
C∑

c=1

embTc,r log(embTc,r,xt) (4)

4 实实实验验验

4.1 数数数据据据集集集与与与实实实验验验设设设置置置

为了验证基于动态聚类与标签空间映射的上下文学习模板构建方法的有效性，本文选取七
项自然语言处理领域的分类任务数据集进行实验，包括情感分析数据集SST-2、SST-5，自然语
言推理数据集SNLI、MNLI、QNLI，以及主题分类任务数据集Trec、Ag News。
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本实验环境为CPU配置为Intel(R) Core(TM) i9-10980XE CPU@3.00GHz，GPU配置
为NVIDIA GeForce RTX 3090的服务器，CUDA版本为12.2，使用Pytorch v2.1.0作为深度学
习框架。由于本实验以实例级别进行，不同实例对应的上下文模板长度不同，因此进行推理时
将batch size设为1。在实验过程中，将随机数种子分别设为1,2,3，选取最优结果。

4.2 对对对比比比实实实验验验

本文基于大语言模型GPT2-XL和Bloom，将基于动态聚类与标签空间映射的上下文学习模
板构建方法与其他性能优秀的方法进行对比，在不同数据集上进行实验，实验结果如表1所示。

• Random：该方法采用随机选取的策略，为每一个数据集构建一个上下文模板。

• Prompt：该方法属于上下文学习的特殊情况，即不使用任何示例，直接进行预测。

• MI：(Sorensen et al., 2022)该方法选择最大化输入和输出之间的互信息进行模板构建，无
需标记示例，也不需要使用模型进行大规模推理预测。

• GlobalE：(Lu et al., 2022)为了避免类别不平衡的预测问题，该方法使用局部熵值作为评
价指标，为上下文模板选择合适的示例排列顺序。

• Top-K+LocalE：(Lu et al., 2022)该方法根据模型对输入的预测结果的偏移程度，判断模
型的质量以及模型在不同类别之间进行分类的能力。使用Top-k方法进行示例选择后，进一
步使用LocalE方法进行示例间排序。

• KATE：(Liu et al., 2022)该方法使用KNN算法辅助示例选择，并使用编码器将样例映射到
语义空间中，检索语义上与测试样例相似的示例，构建与其相应的模板。

Model Method
Dataset

SST2 SST5 SNLI MNLI QNLI Trec Ag News

GPT2-XL(1.5B)

Random 31.47 26.24 44.75 40.98 52.35 19.40 33.07
Prompt 47.12 29.46 41.98 39.06 50.45 13.80 29.76

MI 52.86 35.35 46.02 41.32 50.62 16.00 47.29
GlobalE 67.27 33.21 46.99 40.46 57.27 28.53 52.01

Top-K+LocalE 63.21 34.03 51.71 42.46 53.45 35.80 83.42
KATE 68.75 36.97 58.34 46.33 59.77 40.80 88.87
Ours 71.94 39.28 59.57 47.15 61.16 43.00 89.21

Bloom(1.1B)

Random 34.87 22.31 43.39 41.87 49.65 18.00 32.95
Prompt 25.04 26.02 42.26 39.85 49.61 5.80 25.13

Top-K+LocalE 54.31 29.70 51.52 37.95 48.95 28.20 75.41
KATE 62.49 35.84 58.74 43.37 54.99 39.40 85.50
Ours 71.39 36.97 57.85 44.12 55.41 39.60 86.82

Table 1: 不同上下文模板组织方法在不同任务数据集上的性能对比

从表1的数据中可以看出，本文所提出的基于动态聚类与标签空间映射的上下文学习模板
构建方法，相比于其他基于熵值、互信息等方法，在不同数据集、不同LLM上普遍具有优秀性
能表现。其中，在SST-2数据集上，GPT2-XL模型准确率提升了3.19%，Bloom模型准确率提升
了8.9%，验证了本文提出方法的有效性。本方法选取了比传统Top-K方法更多的相关样本，并
过滤掉了无关样本，减少了干扰信息；利用聚类筛选增加了上下文模板中示例的多样性，使模
型能够从多角度进行综合预测；合理选择示例排序方式来构建最终的上下文模板，为模型预测
提供了正确的输入与标签之间的映射关系，最终提升了模型预测的准确率。

4.3 消消消融融融实实实验验验

我们使用GPT2-XL模型，分别验证本文提出的动态选择、聚类筛选和排序选择的有效性。
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4.3.1 动动动态态态选选选择择择方方方法法法消消消融融融实实实验验验

图3展示了在七个数据集上针对动态选择方法的消融实验结果，Top-k代表根据欧式距离进
行示例选择的传统方法。Topk-D使用本文提出的动态选择方法改进模板。结果显示，在不同
数据集上，动态选择方法能够普遍提升模型预测准确率，说明其可以有效评估上下文模板示例
与测试样本之间的相关度。而对于Ag News数据集，由于其包含四种不同标签，映射关系与信
息分布较为复杂。此外，不同于其他输入长度较短的数据集，Ag News数据集的输入长度集中
在200-400之间，对于较长文本中的语义信息，以及句子与标签之间的映射关系，相对更难获
取，因此还需对示例进行进一步地筛选和排序。
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Figure 3: 动态选择方法的对比实验结果

4.3.2 聚聚聚类类类筛筛筛选选选方方方法法法消消消融融融实实实验验验

图4展示了针对聚类筛选方法的消融实验结果。其中“TopK-D+顺序抽取”首先使用TopK-
D动态选取示例，随后采用聚类筛选方法中的顺序抽取策略得到示例集；“TopK+随机抽取”指
在TopK-D算法动态选取示例后，使用聚类筛选方法中的随机抽取策略得到示例集。
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Figure 4: 聚类筛选方法的消融实验结果
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4.3.3 排排排序序序选选选择择择方方方法法法消消消融融融实实实验验验

图5是针对排序选择模块进行的消融实验结果。其中“TopK-D+聚类筛选+排序选择”代表
先使用TopK-D和聚类筛选算法进行示例选择，随后对示例进行排序选择。从图中的实验结果可
以看出，本文提出的排序选择方法能够为LLM提供正确且充分的标签映射关系，在不同数据集
上的准确率均得到有效提升，对于标签空间中标签较多、较复杂的数据集，如SST-5、Trec，
本文的排序选择方法获得了更为显著的提升效果。
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Figure 5: 排序选择的消融实验结果

4.4 超超超参参参数数数实实实验验验

为了探索不同超参数的设置对模型性能的影响，我们在Trec数据集上，使用GPT2-XL模型
对动态选择模块进行了一系列超参数实验，如图6所示。

模板中示例数量下限

模
板
中
示
例
数
量
上
限

无关阈值

优
质
阈
值

(a) (b)

Figure 6: 动态选择模块的超参数实验结果

图6所示的热力图分别展示了动态选择模块中，模板示例数量的上限和下限、优质阈
值和无关阈值的取值对性能的影响。图6(a)中结果显示，当模板中示例数量下限为8，上限
为31时，LLM达到最优性能43%。当模板示例的数量下限提升时，准确率均有所下降，这说明
当嵌入空间的测试样本周围稀疏时，向上下文模板中增加过多示例，存在引入无关示例的风
险，会对LLM产生干扰；当模板示例的数量上限提升时，由于此时嵌入空间中的测试样本周
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围稠密，相关示例较多，因此会提高LLM预测的准确率，但若此时降低示例的下限，提升上
限同样容易引入无关示例，会对标签预测造成干扰。因此综合考虑示例数量的上限和下限，本
文选择上限为31，下限为8的超参数组合进行动态选择，使用较少的数据量达到较高的性能。
从图6(b)中显示的结果可以看出，当无关阈值取0.5，优质阈值取0.65时，动态选择模块能够
使LLM达到43%的最优性能。当使用更小的无关阈值或更大的优质阈值时，准确率普遍有所下
降，说明其他阈值超参数的组合对示例与测试样例之间距离的判断无法达到理想的示例动态筛
选效果。

4.5 实实实例例例对对对比比比

为了分析本文提出方法的有效性，从Trec数据集中选取了主题分类任务的实例数据进行对
比，如表2所示。

输入 What is the full form of .com?
分类标签 ABBR

Top-K ABBR ABBR ENTY ABBR ENTY ENTY ENTY ABBR
预测标签 ENTY

Ours ENTY ABBR ABBR ABBR LOC ENTY ABBR ABBR
预测标签 ABBR

Table 2: 本文方法(Ours)与Top-K方法所构建的模板和输出结果的对比，模板均由八个候选示
例排列组成。其中ABBR代表与缩写相关的主题，ENTY代表与实体相关的主题，LOC代表与
位置相关的主题

从表2的示例数据中可以看出，本文所提出的方法相比于Top-K方法，包含了更多与标签
相同的映射分布，保证了预测的准确率，同时也更具有多样性，表明本文方法能够有效提
示LLM做出正确预测。

5 总总总结结结

本文面向大语言模型中上下文学习模板的设计与组织这一任务，提出了基于动态聚类与标
签空间映射的上下文学习模板构建方法。采用动态选择策略对Top-K算法进行优化，根据不同
的测试样例设置优质阈值和无关阈值，以实例级别进行上下文示例的选择，保证模板的相关
性；进一步提出了聚类筛选的方法，利用聚类算法将动态选择后的示例进行再次筛选，在保证
示例相关性的前提下，增加上下文学习示例的多样性；提出基于映射损失的排序选择方法，选
择包含正确映射关系的示例排序方式构建最终模板。实验在情感分析、自然语言推理和主题分
类领域中的七个数据集中进行验证，并针对每个模块进行了充分的消融实验，结果表明本文提
出的方法可以为模型提供高质量的上下文学习模板，有效提升LLM在不同任务上的准确率。未
来的工作将关注如何将外部知识与上下文模板相融合，并提升LLM的鲁棒性，使其在使用不同
上下文模板的条件下达到理想的效果。
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