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摘要 

本論文發展基於非負矩陣分解之單通道訊號源分離技術。有鑑於目前大多數非負矩陣分

解方法，在計算成本函數(Cost Function)時多採用歐式距離(Euclidean Distance)或凱氏分
歧度(Kullback–Leibler Divergence)等，而對於不同種類之未知訊號源，常因不同距離之
選擇而造成分離效果有落差。因此，我們引入 β 距離進行單通道訊號源分離，藉由 β

之調控，使原本固定的距離選擇變為更加地彈性。同時，我們考量到，在利用非負矩陣

分解進行訊號源分離時，混合訊號在高維度空間中隱含低維度平滑之流形(Manifold)分
佈，因此我們將圖形正規限制式(Graph Regularization Constraint)導入最佳化問題中，藉
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此在非負矩陣分解時，保留原來資料蘊含之幾何結構，來增強單通道訊號源分離的效

果。 

關鍵詞：非負矩陣分解，流形學習，訊號源分離，圖型正規 

 

1.緒論 

非負矩陣分解(non-negative matrix factorization, NMF)[2]近年來被已廣泛應用於圖形處

理[2,3]、音訊處理[10,12,13]等領域。在單通道訊號原分離方法方面，目前已有許多基於

非負矩陣分解之方法出現[2,3,9,10,13,14]。大部分的方法在時頻域上進行分離，首先將

單通道之混合訊號經過短時傅立業轉換(STFT)至時頻域，接著以絕對值取出時頻訊號之

能量 (Magnitude)，形成混合訊號矩陣 




NF
RV 。其主要目標是找到基底 (Basis)矩陣



 KFRW 與係數(Coefficients)矩陣 

 NKRH ，使得混合訊號可以被表示為 WHV  ，其最

佳化成本函數(Cost Function)如下： 

             )||(minarg)ˆ,ˆ( WHXHW 0HW, D             (1) 

其中 )( D 為一任意測度(Metric)，W、H皆為非負矩陣，W的行向量為能量頻譜的基底

成分， H 的列向量則表示為對應成分在不同時間上的比例。在最佳化過程中通常使用

迭代更新法，分別交互更新 W 與 H 之值，當(1)式中 V 與 WH 之測度如歐式距離

(Euclidean Distance)、凱氏分歧度(Kullback–Leibler Divergence)，其值小於事先定義之門

檻值時，則停止迭代。 

由於不同的距離選用會得到不同的拆解結果，進而影響分離效果。為了改善這個問

題，本論文引入了 β距離(β-divergence)於非負矩陣分解，進行單通道訊號源分離。藉由

β之調控，相較於其他固定之距離，彈性地增加距離的可變動性。此外，有鑑於稀疏非

負矩陣分解(Sparse Non-negative Matrix Factorization, SNMF)在單通道訊號源分離上已

被證實有顯著的效果[5]-[8]，故我們額外加入稀疏限制式於最佳化成本函數中，強迫係

數矩陣 H稀疏，以強化分離效果。 

另一方面，為了在進行非負矩陣分解時，保留原來訊號之內蘊結構，我們假設混合

訊號在高維度空間中隱含低維度平滑之流形(Manifold)分佈，加入了圖形正規限制式

(Graph Regularization Constraint)於最佳化成本函數中，使得在原始混合訊號中彼次鄰近

的兩點，在新的基底空間下亦相互鄰近，企圖進一步增強上述方法之分離效果。 

 

二、運用 β距離非負矩陣分解與圖形正規限制式進行盲訊源分離 

在本章節安排方面，我們在第一小節扼要回顧基於 β距離之非負矩陣分解；在第二小節

中，講述結合圖形正規限制式之非負矩陣分解；最後，在第三小節中說明基於 β距離與

圖形正規限制式之稀疏非負矩陣分解，及如何以其進行單通道訊號源分離。 
 

(一)、基於 β距離之非負矩陣分解 

考量到在進行矩陣分解時，固定的量度(如歐氏距離、凱氏分歧度等)無法適應所有問題，
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F évotte等人[3]於 2011年提出了基於 β距離之非負矩陣及其演算法，β為一個距離控制

參數，藉由調整不同的 β 值，可使距離的選擇更加彈性。我們將其表示為 )||( yxd ，並

定義 β距離如下： 
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其中   R ,R yx 分別為一維的實數值，若 0 則 β距離退化為 IS距離(Itakura-Saito 

Distance)，若 1 則為凱氏分歧度，若 2 則 2

2 )( yxd  恰為歐式距離。我們將(2)

式對 y微分，探討其特性： 

)()||( 2 xyyyxd
y




 
                          (3) 

  xyyyxd
y

)2()1()||( 3
2




  
            (4) 

我們會發現到會有一個最小值在 xy  上，且其值會隨著 || xy  增加而遞增；同時

也可以發現， ]2,1[ 時此距離為為凹函數，其餘區間可以將式子分解如下： 

     )()||()||()||( xdyxdyxdyxd 


       (5) 

其中 )||( yxd


為y的凹函數、 )||( yxd


為y的凸函數、 )(xd 為常數。  

當此分解 0 時，可能包含歐式距離或凱氏分歧度，而不同的  值可能使此距離

對於不同大小數值之敏感度不同。值得一提的是，IS分歧度 ( 0 )，具有尺度不變(Scale 

Invariant)的特性，數學式子可表示為 )||()||( yxdyxd
ISIS

 ，其中 為尺度純量。另外，當

為較小的正數時，對應之 距離較適用於的時頻訊號之處理。 

在進行基於 距離之非負矩陣分解時，先假設W固定，並定義C(H)為其成本函數，

以最佳化方法更新H，其式子可表示如下： 

)||()(min
0

WHVH
H

DC
def




            (6) 

其中 

 NFRV ， 

 KFRW ， 

 NKRH 。成本函數 )(HC 可分n個行向量之子問題

 
n nnD )||( Whv ， nn hv、 分別為V、H第n條行向量，我們將子問題簡寫表示如下： 

     )||()(min
0

Whvh
h

DC
def




                         (7) 

其中  FRv 、 

 KFRW 、  KRh 。成本函數 )(hC 對h微分後可形成梯度 )(hhC 如下式： 
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最後，我們可以根據(8)式得出H與W之更新公式(Updating Rule)如下： 
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其中“.”為矩陣元素點(Element-wise)運算。經過交互迭代更新基底W與係數H後，即

完成基於 距離之非負矩陣分解。 

 由於上述方法在矩陣分解時並無考慮資料隱含之幾何結構，故在下一小節中，我們

將會討論以圖形正規限制式結合非負矩陣分解方法，在矩陣分解時保留原始資料的幾何

結構。 

 

(二)、圖形正規限制式結合非負矩陣分解： 

由於現實世界中的資料數據，通常以低維度流形(manifold)方式嵌在高維度的樣本空間

中[1]，Cai等人[4]提出圖形正規化非負矩陣分解(Graph Regularized Non-negative Matrix 

Factorization, GNMF)將非負矩陣分解視作對資料的一種降維(Dimension Reduction)問題，

結合圖形正規限制式使原資料投影後能夠保留其幾何性質。Kim等人[16]提出保留流形

結構之音訊分離方法，在分離時透過保留時頻訊號之隱含幾何結構，亦即若原座標點 ix、

jx 在原坐標系是鄰近的兩點，那麼在新的基底空間下亦為鄰近的兩點，來提升音訊分

離的效果。 

在本論文中，為了建立筆資料之關係，我們定義權重矩陣 ijU (weight matrix)如下： 

t
ij

ji

e

2
xx

U



                             (11) 

其中 Rt 為一距離參數，我們可以定義拉普拉斯矩陣(laplacian matrix) UDL  ，D為

對角矩陣，其 n個元素計算方式為 ijjn UD  ，最後，我們將圖形限制 R定義如下： 
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                      (12) 

藉由最小化 R，我們可以觀察到再次觀察到前述的假設，若原座標點 ix 、 jx  在原

本的坐標系是鄰近的兩點，那麼在新的基底空間下亦為鄰近的兩點。結合圖形正規限制

式與原成本函數後，最佳化式子如下： 
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在加入了圖形正規限制式後。非負矩陣分解可以考慮高維度資料在低維空間中的緊緻嵌

入，並保留原始資料之幾何特性。 

 

(三)、結合 β距離與圖形正規限制式之稀疏非負矩陣分解： 

本論文提出結合 β距離與圖形正規限制式之稀疏非負矩陣分解，來解決單通道訊號源分

離問題，除了使用 β距離使距離選擇更加彈性以外，我們假設混合訊號在高維度空間中

隱含低維度平滑之流形分佈，將圖形正規限制式導入最佳化問題中。此外，我們還額外

加了針對係數矩陣 H之稀疏項，其最佳化式子如下： 

    )(T||||μ)|(minarg)ˆ,ˆ( T

1β
0

HLHHWH|VHW
HW,

rD 


             (14) 

其中與分別控制 1l 稀疏懲罰項與圖形正規限制項之權重。根據(9)、(10)式，我們可

以推導出下列迭代更新式： 
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其中，“ .”為矩陣元素點運算。矩陣 HWA
~

 ，而W
~
則是 W 經過行間正規劃

(Column-wise Normalization)後得出。 

接下來，我們介紹如何以所提出之非負矩陣分解方法，進行單通道訊號源分離，其

分為訓練與分離兩階段。在訓練階段，我們的主要目的是找出音源之對應字典，假設有

兩類型之音源，在做法上，我們蒐集用源訊號之時頻能量 1

1

nm

s R


V 、 2

2

nm

s R


V ，並

利用(15)與(16)式迭代更新，求得對應的字典矩陣 1sW 1km
R



 、 2

2

km

s R


W 。 

在分離階段，我們將混合訊號經過短時傅立葉轉換轉換至時頻域得到 nm

mix C V 並

取出其能量 nm

mix R 

V ，注意，如果訊號源類型是已知狀態下，我們將分離階段稱做監

督式(Supervised)分離，監督型字典 )( 21 kkm

dic R


W 可以定義如下： 

        21 ssdic WWW                             (17) 

 若是只知道部分音源類型，我們則稱其為半監督式(Semi-supervised)分離，我們只

可以假設(17)的部分字典為未知，並且利用(15)式從混合音源中學習出其他音源之字典。

最後，我們可以透過以(17)式之字典，並透過(16)式得到混合音源對各源訊號字典之對

應系數 nk

s R


 1

1H 與 nk

s R


 2

2H ，並利用柔性遮罩(Soft Mask)完成分離： 

)/()..(ˆ
111 mixdicssmixs HWHWVV                      (18) 
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)/()..(ˆ
222 mixdicssmixs HWHWVV                     (19) 

其中  Tssmix 21 HHH  ，“.”為矩陣元素點運算， 1
ˆ

sV 與 2
ˆ

sV 為分離出之時頻訊號。我們

的演算法可整理如下： 

結合 β距離與圖形正規限制式之稀疏非負矩陣分離演算法： 

1：輸入： nm

mix R 

V 、 1

1

nm

s R


V 、 2

2

nm

s R


V (訓練時 1sV , 2sV 為輸入；否則 mixV ) 

2：輸出： dicW 或 mixH  (訓練時，輸出為字典 dicW ；在測試時，輸出係數矩陣 mixH ) 

3：藉由隨機數值初始化缺失矩陣(Missing Matrix) 

4：利用式子(11)建構與輸入符合的關連矩陣 U，與對角矩陣 D 

5：repeat 

6：  運用(16)更新 mixH  

7：   if 訓練階段 

8：     更新 dicW 運用(15) 

9：   end if 

10：until convergence 
 

三、實驗結果 

在實驗中，我們使用 TIMIT資料庫[11]之男女聲進行分離實驗，取樣率為 16000赫茲。

我們隨機選取 4名女性語者和 4名男性語者，且每位語者念 10個句子。我們對於每個

語者隨機選擇一個句子建構混合訊號，其他 9個句子作為訓練集。在評量方面，我們利

用 BSS Eval toolbox[13]去計算 SDR(Signal-to-distortion Ratio)、SIR(Signal-to-interference 

Ratio)、SAR(Signal-to-artifact Ratio)三種評比。  

本論文與稀疏非負矩陣分解[15]進行比較，我們採用與其相同的設定。共迭代 400

次，參數和 0.1 、β=0、元素(Atom)數 1024K 。圖一為所提出之音源分離方法所

得到之結果，我們在實驗中進行男聲與女聲之單通道音源分離。 
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圖一、單通道音源分離結果 

在本實驗中，我們將所提出的方法與以下兩方法較：其一為稀疏非負矩陣分解

(NMF+S)、其二為基於 β距離之稀疏非負矩陣分解(SNMF)[5]。 

我們將分為兩種情況討論： 

1)單一訓練：在這種狀況下，我們僅考慮一男一女語者去建構字典  21 WWW  ，

對於所有測試集均使用此字典，表一為五組測試句子的平均結果，實驗結果顯示，與傳

統非負矩陣分解與稀疏非負矩陣相比，本論文所提出之方法具有較優之分離效果。在實

際應用中，我們無法得知所有語者的字典，因此單一訓練之做法較為接近真實情況。 

表一、單一訓練字典之單通道音源分離結果 

 
NMF+S SNMF 本論文提出方法 

SDR 3.50 7.11 7.55 

SIR 5.39 11.97 12.07 

SAR 9.37 9.19 9.82 

 

2)全訓練：我們運用全部的語者去建構字典。由表二可以得知，三種演算法的效能

都比顯然單一訓練時好。的確，當我們擁有較多的先驗資訊，則可得到較好的分離效果。

在此實驗中，除了 SAR略輸之外，其他評比皆優於稀疏非負矩陣分解方法。 

表二、全訓練字典之單通道音源分離結果 

 NMF+S SNMF 本論文提出方法 

SDR 5.14 8.93 9.41 

SIR 7.74 13.46 14.60 

SAR 9.92 11.36 11.36 

 

 觀察表一及表二之實驗結果可以得知，SNMF相較於 NMF+S有顯著的提升，而本

論文所提出之方法，透過圖形正規限制式的加入，在三項評比皆優於 SNMF。 
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四、結論 

 本論文提出新穎之單通道訊號源分離方法，我們結合圖形正規限制式於與基於 β

距離之非負矩陣分解方法，藉由 β之調控，使原本固定的距離選擇變為更加地彈性，而

圖形正規限制式使得在非負矩陣分解時，保留原來資料蘊含之幾何結構，實驗結果顯示

所提出的方法相較於稀疏非負矩陣分解，在分離效果方面有著顯著的提升。在未來展望

方面，除了進行相關參數的最佳化(如 β等)，我們還想進一步考慮資料具有群組的特性，

在各群組內保留幾何結構，及考慮群組稀疏性。此外，由於訊號經由遮罩後容易產生失

真的情形，我們也期望未來能透過後處理的方式，來強化經遮罩後的分離結果。 
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